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Capitolo 1

Introduzione

Una delle principali branche della teoria della probabilità è la teoria asintotica, la quale studia il
comportamento di successioni di variabili aleatorie cercando di ricavarne il comportamento quando
la successione tende all’infinito. Di nostro interesse è una sua parte, la teoria delle grandi deviazioni,
che studia il comportamento asintotico, rispetto a successioni di variabili aleatorie, della probabilità
di eventi rari, i quali sono eventi che si discostano notevolmente dal valore atteso della distribu-
zione considerata. Il principale risultato di questa teoria è il Teorema di Cramèr, dimostrato dal
matematico svedese Harald Cramèr nel 1938, il quale ci fornisce una descrizione asintotica della
probabilità che la media di n variabili aleatorie appartenga ad un dato insieme. Nel testo che se-
gue analizziamo tale risultato, partendo con l’introduzione di alcune definizioni e risultati ad esso
preliminari per poi enunciare e dimostrare il teorema comprendendone più a fondo le possibilità di
utilizzo, seguendo in parte la trattazione teorica dell’argomento presente nel libro ”Introduction to
Rare Event Simulation” [BB04] di J.A.Bucklew.
Oltre alla trattazione teorica, vogliamo compiere un’analisi del Teroema di Cramèr anche numeri-
ca, in modo da confermarne computazionalmente i risultati e da capire come applicare il risutato
mostrato, e più in generale come calcolare la probabilità di eventi rari in contesti differenti. Per
fare ciò, mostriamo alcuni dei principali metodi di campionamento (metodo di inversione, tra-
sformazione di Box-Muller e acceptance-rejection sampling), che permettono di generare numeri
casualmente distribuiti secondo una data distribuzione di probabilità, necessari per realizzare le
simulazioni numeriche. Introduciamo poi due stimatori, il primo basato su approccio frequentista
di tipo Montecarlo, e il secondo basato sull’Importance Sampling, di cui compiamo un’approfindita
analisi teorica, seguendo in parte anche in questo caso il testo di J.A.Buclew precedentemente men-
zionato. Questo secondo stimatore, grazie alle simulaziomi numeriche, ci permette di confermare
i risultati teorici precedentemente mostrati e di calcolare la probabilità di eventi rari in numerose
situazioni.
Nell’ultima parte del testo cerchiamo invece di applicare quento visto in precedenza ad esempi più
complessi. In particolare, inizialmente ci concentriamo su variabili aleatorie definite come prodotto
di due variabili aleatorie gaussiane indipendenti, delle quali studiamo la distribuzione, riuscendo
ad ottenere una densità di probabilità esplicita, a calcolare la probabilità di particolari eventi rari
e a simulare numericamente tali risultati. Ci concentriamo poi su un esempio simile, consideran-
do variabili aleatorie definite come prodotto di due variabili aleatorie gaussiane indipendenti una
delle quali attivata con la funzione ReLU, presenti in numerose applicazioni, in particolare relative
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alle reti neurali. Anche in questo caso ne studiamo la distribuzione, riuscendo a ricavarne una
distribuzione di probabilità esplicita, per poi calcolare e simulare numericamente la probabilità di
particolari eventi rari. In conclusione, trattiamo il caso di una semplice rete neurale lineare con uno
strato nascosto, di cui studiamo il comportamento asintotico dell’output al crescere del numero di
nodi utilizzando gli strumenti teorici mostrati nel testo.
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Capitolo 2

Calcolo probabilità di eventi rari

2.1 Definizioni e risultati preliminari

Nella teoria delle grandi deviazioni, branca della teoria della probabilità, un primo risultato capace
di fornire importanti risultati teorici applicabili al calcolo della probabilità di eventi rari, intesi come
eventi che si discostano notevolmente dal valore atteso della distribuzione considerata, è il Teorema
di Cramèr. Tale risultato ci fornisce una stima asintotica della probabilità che la media di n variabili
aleatorie i.i.d. appartenga ad un dato insieme, dunque risulta applicabile nel caso in cui si voglia
calcolare una probabilità del tipo P

(
Xn ∈ F

)
, con F insieme eXn media di n variabili aleatorie i.i.d.

X1, . . . , Xn. Sebbene il teorema presenti ipotesi piuttosto stringenti, che ne limitano le possibilità
prariche di utilizzo, alcuni problemi di matematica applicata necessitano di calcolare probabilità
aventi una struttura analoga a quella mostrata in precedenza, dunque tale risultato risulta essere
molto utile in particolari contesti. Prima di enunciare il teorema, del quale mostreremo anche una
genearlizzazione per vettori aleatori multidimensionali, sono necessarie alcune definizioni e alcuni
risultati preliminari.

Definizione 2.1.1. Data una variabile aleatoria reale X, definiamo la funzione generatrice dei
momenti relativa alla variabile X come la funzione MX(·) data da

MX(θ) = E[exp(θX)].

La funzione MX(·) può essere definita ∀θ ∈ R in quanto, essendo exp(θX) ≥ 0, è ben definito
E[exp(θX)]. Tuttavia, solitamente si considera come dominio l’insieme di definizione DMX

, il quale
è definito come DMX

= {θ ∈ R :MX(θ) < +∞}.

Notiamo inoltre che, più propriamente, la funzione generatrice dei momenti dipende dalla legge
della variabile a cui è riferita. Infatti, date due variabili aleatorie X e Y aventi la stessa legge, si ha
che MX(θ) = MY (θ) ∀θ ∈ R. Nel seguito, in alcuni casi, quando sarà chiaro dal contesto a quale
variabile aleatoria ci si riferisca, indicheremo la funzione generatrice dei momenti semplicemente
con M(·).

Lemma 2.1.1. Data X variabile aleatoria reale, la relativa funzione generatrice dei momenti M(·)
è convessa, e l’insieme di definizione DM è convesso e non vuoto.
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Dimostrazione.
Si ha che M(0) = E[exp(0)] = 1, perciò 0 ∈ DM e dunque l’insieme DM è non vuoto. Siano
θ1, θ2 ∈ DM , dato λ ∈ [0, 1] qualunque, sfruttando la convessità della funzione esponenziale e la
linearità del valore atteso otteniamo che:

MX(λθ1 + (1− λ)θ2)

= E[exp((λθ1 + (1− λ)θ2)X)]

≤ E[λ exp(θ1X) + (1− λ) exp(θ2X)]

= λE[exp(θ1X)] + (1− λ)E[exp(θ2X)]

= λMX(θ1) + (1− λ)MX(θ2) < +∞.

Segue che λθ1 + (1 − λ)θ2 ∈ DM ∀λ ∈ [0, 1], perciò tale insieme è convesso. Inoltre, dalla di-
suguaglianza precedente, ricaviamo anche che nel suo insieme di definizione la funzione M(·) è
convessa.

Enunciamo ora un importante risultato di analisi matematica, il teorema di derivazione sotto il segno
di integrale, del quale non riportiamo la dimostrazione, che ci servirà per dimostrare il prossimo
lemma, il quale riguarda una proprietà della funzione generatrice dei momenti.

Teorema 2.1.1. (Teorema di derivazione sotto il segno di integrale)
Sia I = (a, b) un intervallo, eventualmente illimitato, sia (Ω,A, µ) uno spazio misurabile e sia
E ∈ A un insieme. Consideriamo una funzione f : I × E → R tale che:

1. f(t, ·) ∈ L1(Ω,A, µ) ∀t ∈ I

2. f(·, x) ∈ C1(I) per µ− q.o. x ∈ E

3. esiste g ∈ L1(Ω,A, µ) tale che
∣∣∣∂f∂t (t, x)∣∣∣ ≤ g(x) ∀t ∈ I, per µ− q.o. x ∈ E

Allora è ben definita la funzione ϕ : I → R data da ϕ(t) =

∫
E

f(t, x) dµ., e inoltre si ha che

ϕ ∈ C1(I) con ϕ′(t) =

∫
E

∂f

∂t
(t, x) dµ.

Lemma 2.1.2. Sia X una variabile aleatoria reale e M(·) la relativa funzione generatrice dei
momenti. Essa è derivabile nella parte aperta del proprio dominio di definizione con

M ′(θ) = E[X exp(θX)].

Dimostrazione.
Dato δ > 0, definiamo l’insieme D

(δ)
M = {x ∈ R : (x − δ, x + δ) ⊆ DM}. Segue facilmente dalla

convessità dell’insieme DM che l’insieme D
(δ)
M ne è un sottointervallo oppure è vuoto. Consideriamo

inoltre la funzione fδ : D
(δ)
M × R → R data da:

fδ(θ, x) = exp(θx).

Sia (R,F , P ) lo spazio di probabilità indotto dalla variabile aleatoria X. Sono valide le seguenti
relazioni:
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1. f(θ, ·) ∈ L1(R,F , P ) ∀θ ∈ D
(δ)
M

2. f(·, x) ∈ C1
(
D

(δ)
M

)
∀x ∈ R

3. Consideriamo la funzione

hδ(x) = max{|x|, exp(δx/2), exp(−δx/2)}.

Da semplici fatti di analisi segue l’esistenza di un valore Tδ > 0 tale che, se x > Tδ, si ha
hδ(x) = exp(δx/2), mentre se x < −Tδ, hδ(x) = exp(−δx/2). Definiamo anche la funzione

gδ(x) = hδ(x)(exp(θ1x) + exp(θ2x)),

con θ1 = sup
{
θ ∈ D

(δ)
M

}
e θ2 = inf

{
θ ∈ D

(δ)
M

}
. Dato θ ∈ D

(δ)
M qualunque, ∀x ∈ R si ha che:∣∣∣∣∂f∂θ (θ, x)

∣∣∣∣ = |x| exp(θx) ≤ hδ(x)(exp(θ1x) + exp(θ2x)) = gδ(x)

Ricaviamo inoltre che:∫
R
|gδ(x)| dP (x) =

∫
R
hδ(x)(exp(θ1x) + exp(θ2x)) dP (x)

=

∫
(−∞,−Tδ)

exp(−δx/2)(exp(θ1x) + exp(θ2x)) dP (x)

+

∫
[−Tδ,Tδ]

hδ(x)(exp(θ1x) + exp(θ2x)) dP (x)

+

∫
(Tδ,+∞)

exp(δx/2)(exp(θ1x) + exp(θ2x)) dP (x)

≤
∫
[−Tδ,Tδ]

hδ(x)(exp(θ1x) + exp(θ2x)) dP (x)

+

∫
R
exp((θ1 − δ/2)x) dP (x) +

∫
R
exp((θ2 − δ/2)x) dP (x)

+

∫
R
exp((θ1 + δ/2)x) dP (x) +

∫
R
exp((θ2 + δ/2)x) dP (x)

=

∫
[−Tδ,Tδ]

hδ(x)(exp(θ1x) + exp(θ2x)) dP (x)

+M(θ1 + δ/2) +M(θ1 − δ/2) +M(θ2 + δ/2) +M(θ2 − δ/2).

Dunque, poichè θ1 + δ/2, θ1 − δ/2, θ2 + δ/2, θ2 − δ/2 sono elementi di DM e gδ(·) è limitata
nell’intervallo [−Tδ, Tδ], si ha che gδ ∈ L1(R,F , P ).

Grazie alle tre proprietà dimostrate possiamo applicare il teorema di derivazione sotto il segno di

integrale, da cui segue che M(·) è derivabile in D
(δ)
M con M ′(θ) = E[X exp(θX)]. La tesi segue

grazie all’arbitrarietà di δ, in quanto, per ogni θ nella parte aperta del dominio di definizione DM ,

possiamo scegliere un valore sufficientemente piccolo di δ affinchè θ ∈ D
(δ)
M , perciò M(·) è derivabile

in θ con M ′(θ) = E[X exp(θx)].
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Definizione 2.1.2. Date le variabili aleatorie i.i.d. {Xi}i=1,...,n, definiamo la relativa funzione di
valutazione per grandi deviazioni I(·) : R → R come

I(x) = sup
θ
[θx− logM(θ)],

in cui M(·) rappresenta la funzione generatrice dei momenti relativa alla variabile aleatoria X1.

La funzione I(·) appena definita ha un ruolo chiave nella teoria delle grandi deviazioni, enunciamo
perciò alcune delle sue principali proprietà, fondamentali nella dimostrazione del Teorema di Cramèr
e utili nelle applicazioni concrete.

Lemma 2.1.3. La funzione di valutazione per grandi deviazioni I(·) gode delle seguenti proprietà:

1. La funzione I(·) è convessa.

2. La funzione I(·) ha un punto di minimo in x = m = E[X1].

3. Per x > m la funzione I(·) è non decrescente e si ha

I(x) = sup
θ≥0

[θx− logM(θ)],

analogamente per x < m è non crescente e si ha

I(x) = sup
θ≤0

[θx− logM(θ)].

4. Dato θx ∈
◦
DM , si ha la seguente relazione:

M ′(θx)

M(θx)
= x⇒ I(x) = θxx− logM(θx).

Dimostrazione.

1. Siano λ ∈ [0, 1], x1, x2 ∈ R. Si ha che:

I(λx1 + (1− λ)x2)

= sup
θ
[θ(λx1 + (1− λ)x2)− logM(θ)]

= sup
θ
[θλx1 − λ logM(θ) + θ(1− λ)x2 − (1− λ) logM(θ)]

≤ sup
θ
[λ(θx1 − logM(θ))] + sup

θ
[(1− λ)(θx2 − logM(θ))]

= λI(x1) + (1− λ)I(x2).

Segue che la funzione I(·) è convessa.

2. Poichè M(0) = 1, ∀x ∈ R I(x) ≥ 0. Per la Disuguaglianza di Jensen M(θ) ≥ exp(θm),
dunque θm− logM(θ) ≤ 0 per ogni θ. Segue che I(m) = 0 e quindi I(x) ≥ I(m) ∀x ∈ R.
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3. Dato θ ∈ R, grazie alla disuguaglianza di Jensen si ha che

logM(θ) = logE[exp(θX1)] ≥ E[log exp(θX)] = θm.

Dalla dimostrazione del punto precedente sappiamo che I(m) = 0, e dunque, dato θ < 0
qualunque, per x ≥ m vale che

θx− logM(θ) ≤ θm− logM(θ) ≤ I(m) = 0.

Ne consegue che, dato x ≥ m, il sup nella definizione di I(x) si ha per un valore di θ non
negativo. Fissato θ ≥ 0 qualunque, la funzione gθ(x) = θx− logM(θ) è monotona crescente,
segue perciò che la funzione I(·) è crescente per x ≥ m. Il risultato per x < m segue in
maniera analoga considerando la variabile aleatoria −X1.

4. Dato θx ∈
◦
DM tale che M ′(θx)/M(θx) = x, consideriamo la funzione g(θ) = θx − logM(θ).

La funzione g(·) è concava e si ha g′(θx) = 0, perciò g(θx) è il massimo per g(θ). Perciò si ha

I(x) = sup
θ
[θx− logM(θ)] = sup

θ
g(θ) = g(θx) = θxx− logM(θx).

2.2 Il Teorema di Cramèr

Siamo adesso pronti per enuncaire il Teorema di Cramèr, principale risultato teorico della teoria
delle grandi deviazioni.

Teorema 2.2.1. (Teorema di Cramèr)

Per ogni insieme chiuso F ⊂ R, lim sup
n→∞

1

n
logP

(
Xn ∈ F

)
≤ − inf

x∈F
I(x) = −I(F )

Per ogni insieme aperto G ⊂ R, lim inf
n→∞

1

n
logP

(
Xn ∈ G

)
≥ − inf

x∈G
I(x) = −I(G)

Dimostrazione.
Dimostriamo un caso particolare del teorema, ovvero supponiamo che gli insiemi considerati siano
intervalli della retta reale. Inoltre, nel caso del limite inferiore, supponiamo che, dato l’insieme
G = (a, b), ∀y ∈ (a, b) esista θy tale che I(y) = θyy − logM(θy).
Dimostrazione limite superiore. Consideriamo l’insieme F = [a, b] e poniamo m = E[X1]. Se
a < m < b per la seconda proprietà del lemma 2.1.3 si ha che I(F ) = infx∈F I(x) = I(m) = 0 e
dunque, applicando la legge dei grandi numeri, il teorema risulta dimostrato. Dimostriamo adesso
il caso a ≥ m, da cui segue anche la dimostrazione del caso b ≤ m sostituendo le variabili aleatorie
X1, . . . , Xn con −X1, . . . ,−Xn. Dato ω ≥ 0, posta Pn(·) la distribuzione di probabilità congiunta
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delle variabili X1, . . . , Xn si ha che:

P
(
Xn ∈ [a, b]

)
=

∫
[a,b]

dPn(x)

≤ exp(−ωa)
∫
[a,b]

exp(ωx) dPn(x)

≤ exp(−ωa)
∫
R
exp(ωx) dPn(x)

= exp(−ωa)M
(ω
n

)n
.

Da ciò segue che
1

n
logP

(
Xn ∈ [a, b]

)
≤ −ωa

n
+ logM

(
θ

n

)
,

che, ponendo θ = ω
n , può essere semplificato in

1

n
logP

(
Xn ∈ [a, b]

)
≤ −θa+ logM(θ).

Tale risultato è valido per ogni θ ≥ 0 dunque, grazie alla seconda e alla terza proprietà del lemma
2.1.3, ricaviamo che:

1

n
logP

(
Xn ∈ [a, b]

)
≤ inf

θ≥0
−[θa− logM(θ)]

= − sup
θ≥0

[θa− logM(θ)]

= −I(a)
= − inf

x∈[a,b]
I(x).

Da ciò segue quanto affermato dal teorema.
Dimostrazione limite inferiore. Supponiamo G = (a, b). Dato y ∈ (a, b) qualunque, si δ > 0
abbastanza piccolo affinchè (y − δ, y + δ) ⊂ (a, b). Per dimostrare la seconda parte del teorema, è
sufficiente mostrare che:

lim inf
n→+∞

1

n
P
(
Xn ∈ (y − δ, y + δ)

)
≥ −I(y).

Sia θy il punto, di cui abbiamo supposto l’esistenza, tale che I(y) = θyy − logM(θy). Possiamo
supporre senza perdita di generalità che y ≥ m = E[X1], in quanto, altrimenti, ci è sufficiente
mostrare il risultato per le variabili aleatorie −X1, . . . ,−Xn e il punto −y. Per la terza proprietà
del lemma 2.1.3, segue che θy ≥ 0. Definiamo le variabile aleatoria X(θy), la cui distribuzione è
individuata da

FX(θy)(z) = P
(
X(θy) ≤ z

)
=

∫ z

−∞ exp(θyx) dP1(x)

M(θy)
,

in cui P1 rappresenta la distribuzione di probabilità della variabile aleatoria X1. Applicando il
lemma 2.1.2 e la quarta proprietà del lemma 2.1.3 ricaviamo anche che

E
[
X(θy)

]
=

1

M(θy)

∫
R
x exp(θyx) dP1(x) =

E[X1 exp(θyX1)]

M(θy)
=
M ′(θy)

M(θy)
= y.
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Grazie a ciò possiamo applicare la legge dei grandi numeri da cui si ha che, ∀δ1 > 0,

lim
n→+∞

∫
{|(x1+···+xn)/n−y|<δ1}

dPθy (x1) . . . dPθy (xn) = 1.

Consideriamo l’insieme T
(δ)
y =

{
(x1, . . . , xn) ∈ Rn :

∣∣x1+...xn

n − y
∣∣ < δ

}
. Dato δ1 < δ, otteniamo:

P
(
Xn ∈ (y − δ, y + δ)

)
=

∫
T

(δ)
y

dP1(x1) . . . dP1(xn)

≥
∫
T

(δ1)
y

dP1(x1) . . . dP1(xn)

≥ exp((−ny − δ1n)θy)

∫
T

(δ1)
y

exp(θy(x1 + · · ·+ xn)) dP1(x1) . . . dP1(xn)

≥ exp((−ny − δ1n)θy) M(θy)
n

∫
T

(δ1)
y

dPθy (x1) . . . dPθy (xn).

Dalla relazione ottenuta ricaviamo che:

lim inf
n→+∞

1

n
logP

(
Xn ∈ (y − δ, y + δ)

)
≥ (−y − δ1)θy + logM(θy) = −I(y)− δ1θy.

La tesi segue dall’arbitrarietà di δ1, in quanto possiamo scegliere tale valore arbitrariamente piccolo.

Mostriamo anche una formulazione alternativa del Teorema di Cramèr, la quale ci fornisce un
risultato più forte necessitando però di ipotesi più stringenti. Nel seguito della tesi, utilizzeremo
molte volte tale versione, in quanto le ipotesi sono spesso verificate e risulta in molti casi più adatta
per applicazioni concrete del teorema.

Teorema 2.2.2. (Teorema di Cramèr)

Sia E un insieme tale che
◦
E ̸= ∅,

◦
E = E e siano X1, . . . , Xn variabili aleatorie i.i.d. Supponia-

mo che la funzione di valutazione per grandi deviazioni I(·) relativa alle variabili X1, . . . , Xn sia
continua su E. Vale allora il seguente risultato:

lim
n→+∞

1

n
logP

(
Xn ∈ E

)
= − inf

x∈E
I(x) = −I(E).

Dimostrazione.
Grazie alle ipotesi sull’insieme E e alla continuità della funzione I(·) si ha che

inf
x∈

◦
E

I(x) = inf
x∈

◦
E

I(x) = inf
x∈E

I(x),

in particolare, poichè
◦
E ⊆ E ⊆ E, ne ricaviamo che

inf
x∈

◦
E

I(x) = inf
x∈E

I(x) = inf
x∈E

I(x).
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Applichiamo il Teorema di Cramèr, teorema 2.2.1, agli insiemi
◦
E e E ottenendo

lim sup
n→+∞

1

n
logP

(
Xn ∈ E

)
≤ − inf

x∈E
I(x), lim inf

n→+∞

1

n
logP

(
Xn ∈

◦
E
)
≥ − inf

x∈
◦
E

I(x).

Grazie a qunato abbiamo mosrato finora, ricaviamo che

lim sup
n→+∞

1

n
logP

(
Xn ∈ E

)
≤ lim sup

n→+∞

1

n
logP

(
Xn ∈ E

)
≤ − inf

x∈E
I(x) = − inf

x∈E
I(x),

lim inf
n→+∞

1

n
logP

(
Xn ∈ E

)
≥ lim inf

n→+∞

1

n
logP

(
Xn ∈

◦
E
)
≥ − inf

x∈
◦
E

I(x) = − inf
x∈E

I(x).

Da tali disuguaglianze segue quanto affermato dal teorema.

2.3 Teorema di Cramèr multidimensionale

Risulta possibile generalizzare i risultati mostrati nelle precedenti sezioni anche al caso multidimen-
sionale. Mostriamo brevemente, omettendo le dimostrazioni, come fare ciò.

Definizione 2.3.1. Dato un vettore aleatorio X ∈ Rn, definiamo la funzione generatrice dei
momenti relativa al vettore X come la funzione MX data da

MX(θ1, . . . , θn) = E
[
exp

(
(θ1, . . . , θn)

T (X1, . . . , Xn

)]
.

Analogamene a quanto fatto nel caso unidimensionale, definiamo l’insieme di definizione come
DMX

= {θ ∈ Rp : MX(θ) < +∞}. Risulta inoltre che la funzione generatrice dei momenti è diffe-
renziabile nella parte aperta di tale insieme.

Definizione 2.3.2. Dati i vettori aleatori i.i.d. X(1), . . . , X(n) ∈ Rp definiamo la relativa funzione
di valutazione per grandi deviazioni I(·) : Rp → R come

I(x) = sup
θ∈Rp

[θ · x− logM(θ)],

in cui M(·) rappresenta la funzione generatrice dei momenti relativa al vettore aleatorio X(1)

Lemma 2.3.1. La funzione di valutazione per grandi deviazioni I(·) gode delle seguenti proprietà:

1. La funzione I(·) è convessa.

2. La funzione I(·) ha un punto di minimo in x = m = E
[
X(1)

]
.

3. Dato θx ∈
◦
DM , si ha la seguente relazione:

∇M(θx)

M(θx)
= x⇒ I(x) = θx · x− logM(θx).

12



Teorema 2.3.1. (Teorema di Cramèr)

Per ogni insieme chiuso F ⊂ Rp, lim sup
n→+∞

1

n
logP

(
X(n) ∈ F

)
≤ − inf

x∈F
I(x) = −I(F )

Per ogni insieme aperto G ⊂ Rp, lim inf
n→+∞

1

n
logP

(
X(n) ∈ G

)
≥ − inf

x∈G
I(x) = −I(G)

Teorema 2.3.2. (Teorema di Cramèr)

Sia E un insieme tale che
◦
E ̸= ∅,

◦
E = E e siano X(1), . . . , X(n) vettori aleatori i.i.d. Supponia-

mo che la funzione di valutazione per grandi deviazioni I(·) relativa ai vettori X(1), . . . , X(n) sia
continua su E. Vale allora il seguente risultato:

lim
n→+∞

1

n
logP

(
X(n) ∈ E

)
= − inf

x∈E
I(x) = −I(E).
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Capitolo 3

Calcolo di probabilità attraverso
simulazioni numeriche

A differenza del primo capitolo, in cui abbiamo analizzato alcuni risultati teorici fino a giungere
al Teorema di Cramèr, in questo vogliamo svolgere delle simulazioni numeriche al fine di verificare
i risultati ottenuti in precedenza e, più in generale, per poter stimare date probabilità. Prima
di poter svolgere concretamente le simulazioni, iniziamo a trattare il problema di come generare
campioni aventi una distribuzione voluta, mostrando il metodo di inversione, e analizziamo il me-
todo attraverso il quale saranno svolte le simulazioni, consistente in un semplice algoritmo di tipo
Montecarlo.

3.1 Il metodo di inversione

Al fine di realizzare le simulazioni numeriche volute, un primo problema che incontriamo è come
generare numeri casuali distribuiti secondo una data misura di probabilità. Il metodo più semplice
per fare ciò è il metodo di inversione, il quale ci da uno strumento teorico in grado di costruire una
variabile aleatoria avente la distribuzuone voluta a partire da una variabile aleatoria uniformemente
distribuita in [0, 1].

Definizione 3.1.1. Sia F una funzione di ripartizione. Definiamo l’inversa generalizzata di F
come la funzione F−1 : (0, 1) → R data da:

F−1(u) = inf{x : F (x) ≥ u}.

Lemma 3.1.1. Per ogni 0 < u < 1, u ≤ F (x) ⇔ F−1(u) ≤ x.

Dimostrazione.
⇒) Dato u ∈ (0, 1), sia x tale che F (x) ≥ u. Perciò x ∈ {y : F (y) ≥ u} ⇒ x ≥ inf{y : F (y) ≥ u} =
F−1(u).
⇐) Sia Bu = {x : F (x) ≥ u}, dunque per definizione F−1(u) = inf{x ∈ Bu}, e perciò esiste una
successione (xn) ⊂ Bu monotona decrescente la quale converge a F−1(u). Si ha che (xn) ⊂ Bu ⇒
F (xn) ≥ u ∀n ∈ N. Grazie a tale fatto e alla continuità a destrra della funzione cumulativa si ha:

u ≤ lim
n→∞

F (xn) = F (F−1(u)).
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Per la monotonia della funzione di ripartizione F , F−1(u) ≤ x ⇒ F (F−1(u)) ≤ F (x). Dunque si
ottiene che u ≤ F (x).

Metodo di inversione: data F funzione di ripartizione e U variabile aleatoria uniformemente
distribuita in [0, 1], la variabile aleatoria F−1(U), con F−1 inversa generalizzata di F , ha come
funzione di ripartizione F .

La validità del metodo di inversione segue direttamente dal lemma 3.1.1, in quanto, dato x ∈ R
qualunque, P (F−1(U) ≤ x) = P (U ≤ F (x)) = F (x).

Segue da quanto visto che, al fine di generare numeri casuali aventi una data distribuzione, almeno a
livello teorico, ci è sufficiente avere la possibilità di generare numeri casuali uniformemente distribuiti
in [0, 1]. Infatti dal metodo di inversione segue che, dati i numeri casuali u1, . . . , uk generati con
probabilità uniforme in [0, 1], i numeri F−1(u1), . . . , F

−1(uk) sono generati secondo la distribuzione
di probabilità avente F come Funzione di Ripartizione.
A livello pratico, non sempre l’utilizzo di questo metodo risulta immediato, in quanto non sempre è
possibile invertire analiticamnte la funzione F . Un esempio di ciò è il caso in cui F è la funzione di

ripartizione di una distribuzione normale standard, e dunque si ha F (x) =

∫ x

−∞

1√
2π
e−

t2

2 dt, per

la quale non è possibile trovare un’inversa esplicita.

3.2 Simulazioni tramite metodo Montecarlo

Date le variabili aleatorie i.i.d. X1, . . . , Xn ed un insieme E, supponiamo di voler calcolare il valore
di ρn = P

(
Xn ∈ E

)
. Sotto queste condizioni, il metodo più semplice per stimare tale quantità è

sfruttare un algoritmo di tipo Montecarlo. Esso consiste nel generare k vettori aleatori indipendenti
X(1), . . . , X(k) composti da n variabili aleatorie indipendenti aventi la distribuzione delle variabili
X1, . . . , Xn e calcolare il rapporto fra il numero dei vettori la cui media dei componenti è contenuta

in E e il numero totale dei vettori. Otteniamo perciò lo stimatore Montecarlo ρ̂
(M)
n dato da

ρ̂(M)
n =

1

k

k∑
i=1

1E

(
X

(i)

n

)
,

in cui X
(i)

n = 1
n

∑n
j=1X

(i)
j ∀i ∈ {1, . . . , k}.

Proposizione 3.2.1. Lo stimatore ρ̂
(M)
n è corretto ed ha varianza kV ar

(
ρ̂
(M)
n

)
= ρn − ρ2n.

Dimostrazione.
Dalla definizione di valore atteso si ha che:

E
[
ρ̂(M)
n

]
= E

[
1

k

k∑
i=1

1E

(
X

(i)

n

)]

=
1

k

k∑
i=1

E
[
1E

(
X

(i)

n

)]
= ρn,
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perciò lo stimatore ρ
(M)
n è corretto. Dalla definizione di varianza ricaviamo:

kV ar
(
ρ̂(M)

)
= kV ar

(
1

k

k∑
i=1

1E

(
X

(i)

n

))
= V ar

(
1E

(
X

(i)

n

))
=

∫
R
(1E(xn)− ρn)

2 dP (x1) . . . dP (xn)

=

∫
R
1E(xn) dP (x1) . . . dP (xn)− 2ρn

∫
R
1E(xn) dP (x1) . . . dP (xn) + ρ2n

= ρn − ρ2n.

3.3 Simulazioni numeriche del Teorema di Cramèr

Siamo adesso pronti per svolgere simulazioni numeriche, le quali ci permettono di stimare probabilità
della forma considerata finora e di verificare empiricamente la validità del Teorema di Cramèr. In
particolare, tratteremo il caso di variabili aleatorie con distribuzione normale e uniforme.

Dostribuzione Normale

Prima di passare a svolgere concretamente le simulazioni numeriche, dobbiamo mostrare come
generare un campione distribuito secondo una distribuzione normale di media µ e varianza σ2.
Come accennato nella sezione 3.1, non è possibile utilizzare il metodo di inversione, necessitiamo
perciò di un metodo alternativo, che mostriamo partendo dal seguente lemma.

Lemma 3.3.1. [Sco11](Trasformazione di Box-Muller)
Date due variabili aleatorie X,Y ∼ N (0, 1) indipendenti, definiamo le variabili aleatorie R =
X2 + Y 2 e Θ, avente valore pari all’angolo misurato in radianti fra l’asse x e la retta passante per
l’origine e il punto (X,Y ). Si ha che R e Θ sono indipendenti e R ∼ Exp(1/2), Θ ∼ U(0, 2π).

Dimostrazione.
La dimostrazione consiste in una semplice applicazione del Teorema di Cambio di Variabile.

Dal lemma precedente segue che, date R ∼ Exp(1/2), Θ ∼ U(0, 2π), variabili aleatorie indipenden-
denti, la variabile aleatoria

√
R cos(Θ) ha distribuzione normale standard.

Consideriamo a questo punto le funzioni di ripartizione di R e Θ:

FR(x) = 1− e−
x
2 , FΘ(x) =

x

2π
1(0,2π) + 1[2π,+∞),

da cui ricaviamo, rispettivamente, le funzioni

F−1
R (u) = −2 log(1− u), F−1

Θ (u) = 2πu.

Date U, V ∼ U(0, 1) variabili aleatorie indipendenti, possiamo perciò applicare il metodo di inver-
sione da cui otteniamo, sfruttando anche il fatto che U ha la stessa legge di 1 − U , le variabili
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aleatorie indipendenti −2 log(U) ∼ Exp(1/2) e 2πV ∼ U(0, 2π)
Grazie al lemma 3.3.1 e a proprietà note della distribuzione gaussiana, ricaviamo cos̀ı la variabile
aleatoria Z ∼ N (µ, σ2) data da

Z = σ cos(2πV )
√
−2 log(U) + µ.

Dato a > 0 consideriamo l’insieme E = (−∞,−a) ∪ (a,+∞), per il quale si ha
◦
E ̸= ∅,

◦
E = E,

indipendentemente dal valore di a. Supponiamo di voler stimare, date le variabili aleatorie i.i.d.
X1, . . . , Xn ∼ N (µ, σ2), il valore di P

(
Xn ∈ E

)
= P

(∣∣Xn

∣∣ > a
)
. Definiamo, per ogni i = 1, . . . , n,

Yi =
Xi−µ

σ , dunque le variabili aleatoria Y1, . . . , Yn sono indipendenti con legge normale standard.
Riacaviamo inoltre che:

P

(
X1 + . . . ,+Xn

n
> a

)
= P

(
Y1 + . . . ,+Yn

n
>
a− µ

σ

)
.

Perciò, a meno di cambiare il valore della costante a, possiamo ricondurci al caso di variabili
gaussiane com media 0 e varianza 1, il quale ci permette di facilitare le simulazioni numeriche.
Dunque, d’ora in poi considereremo X1, . . . , Xn ∼ N (0, 1) indipendenti.

La Funzione generatrice dei momenti di una variabile aleatoria normale standard è M(θ) = e
θ2

2 ,
perciò si ha:

I(x) = sup
θ
[θx− log(exp(θ2/2))] = sup

θ
[θx− θ2/2] = x2/2.

Possiamo ora applicare il teorema 2.2.2 dal quale ricaviamo la relazione:

lim
n→+∞

1

n
logP

(∣∣Xn

∣∣ > a
)
= − inf

{x>a}
I(x) = − inf

{x>a}

x2

2
= −a

2

2
.

Verifichiamo tale risultati sperimentalmente, in particolare consideriamo come esempio il caso im
cui a = 1/2. Per far ciò, fissato n, numero delle variabili aleatorie sommate, e k, numero delle
simulazioni svolte, generiamo per k volte le n variabili aleatorie aventi la distribuzione voluta,
calcolando ad ogni passo lo stimatore Montecarlo con le variabili generate fino al dato momento.
Cerchiamo di verificare quanto abbiamo ricavato per via teorica, ovvero che

lim
n→+∞

1

n
logP

(∣∣Xn

∣∣ > 1/2
)
= −1

8

Svolgiamo le simulazioni per le seguenti coppie di valori (n, k) : (25, 104), (50, 106) e (100, 108), in
cui l’incremento di k è necessario in quanto, aumentando il valore di n, P

(∣∣Xn

∣∣ > 1/2
)
diminuisce

e dunque è necessario un numero maggiore di simulazioni per avere una stima accurata. Per ognuna
delle tre coppie di valori svolgiamo quattro simulazioni ottenendo, rispettivamente, come valori medi
−0, 168, −0, 146, −0, 132. Da tali risultati notiamo che, aumentando il valore di n, ci avviciniamo
al valore limite previsto dal Teorema di Cramèr, il quale corrisponde a −1/8 = −0, 125. Perciò
quanto visto conferma che, per n grande, si ha la stima

P
(∣∣Xn

∣∣ > 1/2
)
≈ e−

n
8 .

Riportiamo di seguito i grafici relativi alle simulazioni svolte.
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Figura 3.1: 4 simulazioni tramite metodo Montecarlo con n = 25, k = 104 di 1
n logP

(
|Xn| > 1/2

)
con v.a. normali standard.

Figura 3.2: 4 simulazioni tramite metodo Montecarlo con n = 50, k = 106 di 1
n logP

(
|Xn| > 1/2

)
con v.a. normali standard.
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Figura 3.3: 4 simulazioni tramite metodo Montecarlo con n = 100, k = 108 di 1
n logP

(
|Xn| > 1/2

)
con v.a. normali standard.

Distribuzione Uniforme

Dati a < r < b, consideriamo l’insieme E = (r,+∞), per il quale si ha
◦
E ̸= ∅,

◦
E = E, e le

variabili aleatorie i.i.d. X1, . . . , Xn ∼ U(a, b) Analogamente aquanto fatto in precedenza per le
variabili aleatorie gaussiane, siamo interessati a stimare P

(
Xn ∈ E

)
= P

(
Xn > r

)
. Tuttavia,

poste Yi =
Xi−a
b−a per ogni i = 1, . . . , n, si hanno Y1, . . . , Yn ∼ U(0, 1) variabili aleatorie i.i.d. e si

ottiene che

P

(
X1 + . . . Xn

n
> r

)
= P

(
Y1 + . . . Yn

n
>
r − a

b− a

)
.

Possiamo perciò porre, a meno di modificare opportunamente il valore di r, a = 0 e b = 1 al fine di
facilitare la simulazione numerica. Considereremo d’ora in poi X1, . . . , Xn ∼ U(0, 1).
La funzione generatrice dei momenti di una variabile aleatoria uniforme in (0,1) è M(θ) = eθ−1

θ , da
cui definiamo la funzione

m(θ) =
M ′(θ)

M(θ)
=

eθ

eθ − 1
− 1

θ
, per θ ̸= 0.

Se poniamo m(0) = 1/2, studiando tale funzione ricaviamo che m : R → (0, 1) è continua, bigettiva
e monotona crescente. Perciò, dato qualunque r ∈ (0, 1) esiste ed è unico θr ∈ R tale che m(θr) = r.
Possiamo dunque applicare la quarta proprietà del lemma 1.1.3 dalla quale segue che la funzione di
valutazione per grandi deviazioni è data da

I(r) = rθr − log

(
eθr − 1

θr

)
.
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Consideriamo il caso r > 1/2 = E[X]. Dalla prima e dalla seconda proprietà del lemma 2.1.3 si ha
che la funzione I(·) è convessa e che ha minimo in x = E[X] = 1/2, con X ∼ U(0, 1). Da semplici
proprietà delle funzioni convesse, dato E = (r,+∞), segue che I(r) ≤ I(x) per ogni x ∈ E. Inoltre,
esiste un intorno di r in cui la funzione I(·) è limitata e perciò, essendo anche convessa, è continua
in tale intorno. Da ciò ricaviamo che I(E) = infx∈E I(x) = I(r). Siamo ora pronti ad applicare il
teorema 2.2.2 dal quale otteniamo la relazione

lim
n→+∞

1

n
logP

(
Xn > r

)
= −rθr + log

(
eθr − 1

θr

)
.

Analizziamo adesso concretamente il caso r = 3/5. L’equazione m(θ) = 3/5 non può essere risolta

analiticamente, tuttavia approssimando numericamente la soluzione del problema si ricava θ̂ ≈ 1, 23,
ottenendo che I(3/5) ≈ 0, 0607. Dunque, grazie a quanto visto con il Teorema di Cramèr:

lim
n→+∞

1

n
logP

(
Xn > 3/5

)
≈ −0.0607.

Svolgiamo la simulazioni in maniera analoga a quanto fatto per le distribuzioni gaussiane. In
particolare, eseguiamo 4 simulazioni per le seguenti coppie di valori (n, k): (100, 106), (150, 107),
(200, 108). Otteniamo, rispettivamente, i valori medi -0,0830, -0,0770, -0,0741. Anche in questo caso
vediamo che, aumentando il valore di n, i risultati ottenuti si avvicinano a −I(3/5) = −0, 06607,
valore previsto dal Teorema di Cramèr, e perciò confermano che, per n grande,

P (Xn > 2/3) ≈ e−0,06607n

Riportiamo di seguito i grafici relativi alle simulazioni svolte.

Figura 3.4: 4 simulazione tramite metodo Montecarlo con n = 100, k = 106 di 1
n logP

(
|Xn| > 3/5

)
con v.a uniformi in [0,1].

20



Figura 3.5: 4 simulazioni tramite metodo Montecarlo con n = 150, k = 107 di 1
n logP

(
|Xn| > 3/5

)
con v.a. uniformi in [0,1].

Figura 3.6: 4 simulazioni tramite metodo Montecarlo con n = 200, k = 108 di 1
n logP

(
|Xn| > 3/5

)
con v.a. uniformi in [0,1].
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Capitolo 4

Il metodo importance sampling

Per quanto i risultati ottenuti siano coerenti con quanto affermato dal Teorema di Cramèr, i dati
ricavati presentano ancora uno scostamento non trascurabile dai risultati attesi. Per ottenere valori
più vicini a quelli previsti da I(·) sarebbe necessario svolgere le simulazioni con valori maggiori di n,
tuttavia ciò necessiterebbe un importante aumento anche del valore di k, e ciò non è possibile con
gli strumenti a nostra disposizione. Perciò, al fine di poter ricavare risultati accurati anche tramite
le simulazioni numeriche, sono necessari metodi più raffinati, i quali saranno mostrati in queta
sezione, che ci permetterebbero anche di considerare inseiemi aventi una probabilità estremamente
bassa rispetto alla distribuzione considerata, non trattabili con i metodi utilizzati in precedenza.

4.1 Importance sampling

Supponiamo di voler stimare la quantità ρ = E[η(X)], in cui X è una variabile o un vettore aleatorio
avente distribuzione di probabilità P , mentre η è una funzione dal codominio di X nei numeri reali.
Notiamo che, fino ad ora, abbiamo affrontato un caso particolare di tale problema, in cui avevamo
X = (X1, . . . , Xn) e η(x1, . . . , xn) = 1E(

1
n

∑n
i=1 xi). Al fine di stimare tale quantità, ci siamo

serviti di un metodo di simulazione diretto, il quale consisteva nel generare k vettori indipendenti
di n numeri casuali X(1), . . . , X(k) aventi la distribuzione di X e nel calcolare lo stimatore

ρ̂(M)
n =

1

k

k∑
i=1

η(X(i)).

Introduciamo adesso uno stimatore alternativo, detto stimatore importance sampling o del campio-
namento di importanza.

Definizione 4.1.1. Data Q misura di probabilità tale che P ≪ Q e Y (1), . . . , Y (k) variabili o vettori
aleatori aventi legge Q, definiamo lo stimatore importance sampling ρ̂(IS) come:

ρ̂(IS) =
1

k

k∑
i=1

η(Y (i))
dP

dQ
(Y (i)),

in cui dP
dQ (·) rappresenta la derivata di Radon-Nykodim fra le distribuzioni P e Q.
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Chaimiamo importance sampling bias distribution o distribuzione bias del campionamento di im-
portanza la misura di probabilità Q utilizzata nella precedente definizione.

Definiamo anche il funzionale FQ, funzione della distribuzione bias Q scelta, come

FQ =

∫
R
η(y)2

dP

dQ
(y) dP (y).

Lemma 4.1.1. Lo stimatore importance sampling ρ̂(IS) è corretto e, dato il funzionale FQ definito
in precedenza, ha varianza kV ar

(
ρ̂(IS)

)
= FQ − ρ2

Dimostrazione.
Il valore atteso dello stimatore ρ̂(IS) è dato da

EQ

[
ρ̂(IS)

]
=

1

k

k∑
i=1

∫
R
η(y(i))

dP

dQ
(y(i)) dQ(y(i)) =

∫
R
η(y) dP (y) = EP [η(X)] = ρ,

perciò lo stimatore importance sampling ρ̂(IS) è corretto. Dalla definizione di varianza otteniamo

kV ar
(
ρ̂(IS)

)
=

∫
R

[
η(y)

dP

dQ
(y)− ρ

]2
dQ(y)

=

∫
R

[
η(y)2

dP

dQ
(y)2 − 2ρη(y)

dP

dQ
(y) + ρ2

]
dQ(y)

=

∫
R
η(y)2

dP

dQ
(y) dP (y)− 2ρ

∫
R
η(y) dP (y) + ρ2

∫
R
dQ(y)

= FQ − ρ2.

Risulta dal lemma precedente che la varianza dello stimatore importance sampling dipende dalla
scelta di Q. Dunque, scegliendo opportunamente tale distribuzione, lo stimatore converge molto
velocemente alla quantità cercata, perciò ci chiediamo come scegliere la distribuzione Q fra quelle
ammissibili al fine di diminuire il più possibile il valore della varianza. Ciò equivale a minimizzare
il funzionale FQ, per il quale si ha:

FQ =

∫
R
η(y)2

dP

dQ
(y) dP (y) =

∫
R
η(y)2

dP

dQ
(y)2 dQ(y)

= EQ

[
η(Y )2

dP

dQ
(Y )2

]
≥
(
EQ

[
|η(Y )|dP

dQ
(Y )

])2

=

∫
R
|η(y)|dP

dQ
(y) dQ(y) =

∫
R
|η(y)| dP (y),

in cui la disuguaglianza segue dalla Disuguaglianza di Jensen. Infatti, la funzione x 7→ x2 è convessa
e dunque, per ogni variabile aleatoria reale Z, si ha E[Z2] ≥ E[Z]2, in cui vale l’uguaglianza se e
solo se Z è costante quasi certamente. Segue che FQ è minimizzata quando |η(Y )| dPdQ (Y ) è costante
quasi certamente, e perciò la scelta ottimale per Q è

dQ(x) =
|η(x)|∫

R |η(y)| dP (y)
dP (x).
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Supponendo η(x) ≥ 0, come avviene nel caso in cui si tratta della funzione indicatrice di un insieme
applicata alla media di variabili aleatorie, con tale scelta per Q si ha FQ = ρ2, ottenendo che la
varianza dello stimatore importance sampling è nulla. Tuttavia, tale scelta presenta una notevole
criticità, infatti, pur conoscendo P , assunzione non scontata in svariati contesti, la costante di
proporzionalità risulta essere ρ−1, che è l’inverso della quantità che vogliamo stimare. Perciò, per
utilizzare Q, dovremmo conoscere la quantità che vogliamo stimare e dunque tale scelta per Q
risulta essere inutilizzabile a livello pratico.
Tuttavia, analizzando le proprietà dalla distribuzione ottima, possiamo intuire alcune caratteristiche
da conservare al fine di trovare una buona distribuzione Q. Supponiamo di avere

η(x1, . . . , xn) = 1E

(
1

n

n∑
i=1

xi

)
,

in cui E è l’insieme di cui vogliamo calcolare la probabilità. Osserviamo che Q ha come dominio
l’insieme E e che su tale insieme coincide con la distribuzione di partenza a meno di riscalare
per una costante. Vogliamo perciò cercare una distribuzione Q che dia ad E una probabiltà più
alta possibile e che su tale insieme mantenga una forma simile alla distribuzione di partenza. Da
tali osservazioni nacono i due principali metodi per la scelta di Q, il metodo di riscalamento della
varianza, in cui scelta una opportuna costante a > 0 si pone dQ(x) = 1

adP
(
x
a

)
, e il metodo di

traslazione della media, in cui scelta una opportuna costante m ∈ Rn si pone dQ(x) = dP (x−m).

4.2 Stimatori dell’importance sampling efficienti

Continuiamo a lavorare sul problema già introdotto in precedenza: supponiamo di avere X vettore
aleatorio reale composto da n variabili aleatorie i.i.d., X = (X1, . . . , Xn) e di voler calcolare la
quantità ρn = P ( 1n

∑n
i=1Xi ∈ E), per un dato insieme E. Sia Pn la distribuzione di probabilità

di X, e sia fn : Rn → R, tale che fn(x1, . . . , xn) =
∑n

i=1 xi. Definiamo inoltre il vettore aleatorio
Y = (Y1, . . . , Yn), composto da n variabili aleatorie e avente distribuzione di probabilità Qn, tale che
si abbia Pn ≪ Qn. Dati i vettori aleatori indipendenti Y (1), . . . , Y (k) aventi la stessa distribuzione di
probabilità di Y , è possibile perciò definire lo stimatore importance sampling per ρn, che indichiamo

con ρ̂
(IS)
n , il quale è dato da:

ρ̂(IS)
n =

1

k

k∑
i=1

dPn

dQn
(Y (i))1E

(
fn(Y

(i))

n

)
Vogliamo capire come scegliere la distribuzione Qn, data la distribuzione di partenza Pn, affinchè
la varianza dello stimatore sia più piccola possibile. Iniziamo tale analisi con alcune definizioni
preliminari. Sia cn : R → R tale che:

cn(θ) =
1

n
log

(∫
Rn

dPn

dQn
(z) exp(θfn(z)) dPn(z)

)
.

Segue da una semplice verifica che la funzione cn è convessa ∀n ∈ N. Definiamo inoltre, per ogni
n tale che cn(0) < ∞, la corrispettiva misura di probabilità µn sui boreliani di Rn. In particolare,
per ogni B ∈ B(Rn), si ha:

µn(B) = exp(−ncn(0))
∫
B

dPn

dQn
(z) dPn(z).
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Sia M(·) la funzione generatrice dei momenti relativa alla variabile aleatoria X1. Si ha la seguente
relazione:

log(M(θ)) = log(E[exp(θX1)])

=
1

n
log(E[exp(θfn(X))])

=
1

n
log

(∫
R

dPn

dQn
(z) exp(θfn(z)) exp(−ncn(0)) dPn(z)

)
= cn(θ)− cn(0).

Definiamo anche la funzione c come il limite della successione di funzioni {cn}n∈N.

Definizione 4.2.1. Data la funzione c appena definita, definiamo la funzione di valutazione della
varianza R(·) come:

R(x) = sup
θ
[θx− c(θ)].

Dato E ∈ B(R) poniamo inoltre R(E) = inf
x∈E

R(x). Ricordiamo che la varianza dello stimatore ρ̂n

è data da kV ar(ρ̂n) = Fn − ρ2n, dove ρn è la quantità che vogliamo stimare mentre

Fn = FQn =

∫
R

(
dPn

dQn
(z)

)2

1{ fn(z)
n ∈E} dQn(z)

.

Teorema 4.2.1. Sia E un insieme tale che
◦
E ̸= ∅, E =

◦
E, e 0 < R(E) <∞. Allora si ha:

lim
n→∞

1

n
log(Fn) = −R(E).

Dimostrazione.
Dalla definizione di Fn si ha

Fn =

∫
R

(
dPn

dQn
(z)

)2

1{ fn(z)
n ∈E} dQn(z) = exp(ncn(0))

∫
{ fn(z)

n ∈E}
dµn(z),

da cui segue che
1

n
logFn = cn(0) +

1

n
log

∫
{ fn(z)

n ∈E}
dµn(z).

Grazie alle ipotesi fatte sull’insieme E, possiamo applicare il teorema 2.2.2 dal quale ricaviamo che:

lim
n→∞

1

n
logFn = c(0)− inf

x∈E
sup
θ∈R

[θx− c(θ) + c(0)] = − inf
x∈E

sup
θ∈R

[θx− c(θ)] = −R(E)
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Sia E un insieme tale che
◦
E ̸= ∅,

◦
E = E, poniamo I = I(E) e R = R(E). Dai risultati precedenti

abbiamo dunque ricavato le seguenti relazioni:

lim
n→∞

1

n
log ρn = −I lim

n→∞

1

n
logFn = −R

Poichè Fn − ρ2n = kV ar(ρ̂n) ≥ 0, si ha la relazione R ≤ 2I. Diciamo che uno stimatore importance
sampling è efficiente se la precedente relazione è soddisfatta sotto forma di uguaglianza, ovvero
se si ha R = 2I. Sotto tale condizione la varianza risulta minima, perciò dobbiamo cercare una
distribuzione Q tale che renda lo stimatore ρ̂n efficiente.

4.3 Stimatori dell’importance sampling nel caso di un punto
dominante

Continuiamo a trattare il problema considerato fin ora, ovvero supponiamo di voler stimare la

qunatità ρn = P (Xn ∈ E), con E insieme boreliano per il quale si ha che 0 < I(E) < +∞,
◦
E ̸= ∅,

e E =
◦
E.

Definizione 4.3.1. Un punto ν è un punto di valutazione minima per l’insieme E se I(ν) = I(E).

Definizione 4.3.2. Diciamo che ν è un punto dominante per l’insieme E se è l’unico punto tale
che:

1. ν ∈ ∂E.

2. esiste un unico θν ∈ R tale che
∂ logM

∂θ
(θν) =

M ′(θν)

M(θν)
= ν.

3. Esiste una semiretta H(ν) = {x : θν(x− ν) ≥ 0} tale che E ⊆ H(ν).

Come mostrato nel punto 1 del lemma 2.1.3, la funzione I(·) è convessa, inoltre si ricava facilmente
che è differenziabile e si ha I ′(ν) = θν . Segue da semplici risultati di analisi convessa, sfruttando le
proprietà di punto dominante di ν, che I(x) ≥ I(ν) ∀x ∈ H(ν), perciò, poichè E ⊆ H(ν), si ha che
ν è anche un punto di valutazione minima. Dunque:

ν punto dominante ⇒ ν punto di valutazione minima.

Assumiamo d’ora in poi che l’insieme E abbia un punto dominante ν. Siamo ora pronti ad enunciare
il seguente teorema, che caratterizza sotto tali ipotesi una successione di distribuzioni Qn efficienti,
ovvero che rendono lo stimatore ρ̂n efficiente.

Teorema 4.3.1. Supponiamo che l’insieme E abbia un punto dominante ν. Allora la sequenza di
distribuzioni data da

dQn(z) =
exp(θνfn(z))

M(θν)n
dPn(z)

è efficiente.
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Dimostrazione.
Consideriamo la famiglia di distribuzioni di probabilità:

dQn(z) =
exp(ψfn(z))

M(ψ)n
dPn(z).

Vogliamo calcolare la funzione di valutazione della varianza associata. Si ha:

cn(θ) =
1

n
log

(∫
R

dPn

dQn
(z) exp(θfn(z)) dPn(z)

)
=

1

n
log

(∫
R
exp(−(ψfn(z))) exp(θfn(z)) dPn(z)

)
+

1

n
log(M(ψ)n)

= log(M(θ − ψ)) + log(M(ψ)),

che è ben definita per θ = 0 se [−ψ,ψ] è contenuto nella parte interna del dominio diM(·). Passando
al limite si ha perciò c(θ) = log(M(θ − ψ)) + log(M(ψ)). Possiamo a questo punto calcolare la
funzione di valutazione della varianza, la quale è data da:

R(x) = sup
θ
[θx− c(θ)]

= sup
θ
[θx−M(θ − ψ)−M(ψ)]

= sup
θ
[(θ − ψ)x−M(θ − ψ)] + [ψx−M(ψ)]

= I(x) + [ψx−M(ψ)].

Poniamo ψ = θν , si ottiene che R(x) = I(x) + [θνx −M(θν)]. Innanzi tutto, notiamo che vale
la relazione R(ν) = 2I(ν). Per ipotesi, si ha che ν è un punto dominante per E, ne consegue che
∀x ∈ E, θν(x− ν) ≥ 0 e I(x) ≥ I(ν). Perciò

R(x)−R(ν) = I(x)− I(ν) + θν(x− ν) ≥ 0,

da cui segue che
R(E) = inf

x∈E
R(x) = R(ν) = 2I(ν) = 2I(E).

Dunque, la successione di distribuzioni di probabilità considerata è efficiente.

Corollario 4.3.1. Date le variabili aleatorie ausiliarie Y1, . . . , Yn aventi la distribuzione efficiente
congiunta dQn ricavata nel teorema 4.3.1, si ha che tali variabili aleatorie sono indipendenti e
identicamente distribuite con distribuzione

dQ(z) =
exp(θνz)

M(θν)
dP (z).
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Dimostrazione.
Sfruttando l’indipendenza delle variabili aleatorie X1, . . . , Xn si ha:

dQn(z) =
exp(θνfn(z))

M(θν)n
dPn(z)

=
exp(θνfn(z))

M(θν)n

n∏
i=1

dPi(zi)

=

n∏
i=1

exp(θνzi)

M(θν)
dPi(zi).

Inoltre, per i = 1, . . . , n, vale che

∫
R

exp(θνzi)

M(θν)
dPi(zi) = 1. Dunque dQn è il prodotto di n

distribuzioni indipendenti e perciò si ha:

dQn(z) =

n∏
i=1

dQi(zi) =

n∏
i=1

exp(θνzi)

M(θν)
dPi(zi).

Corollario 4.3.2. Nelle ipotesi considerate in questa sezione, lo stimatore dell’importance sampling
è dato da:

ρ̂n =
1

k

k∑
i=1

 n∏
j=1

dP

dQ

(
Y

(i)
j

) 1E

 1

n

n∑
j=1

Y
(i)
j


4.4 Calcolo di probabilità attraverso l’importance sampling

Svolgiamo simulazioni numeriche al fine di calcolare probabilità di eventi rari attraverso il metodo
dell’importance sampling. In particolare, consideriamo gli esempi già trattati in precedenza, per i
quali abbiamo ottenuto risultati coerenti con la trattazione teorica ma con approssimazioni poco
precise, mostrando che grazie all’importance sampling siamo in grado di ottenere risultati più
accurati.

Distribuzione Normale

Come nell’esempio precedente, vogliamo stimare il valore di P (|Xn| > a), con v.a. indipendenti
X1, . . . , Xn ∼ N (0, 1) e per un dato parametro a ∈ R, per la quale abbiamo mostrato in precedenza,
attraverso il Teorema di Cramèr, che

lim
n→∞

1

n
logP (|Xn| > a) = −a2/2.

L’insieme E = {x : |x| > a} non ammette un punto dominante, tuttavia è possibile ricondursi a
tale caso. Infatti, si ha

P
(
|Xn| > a

)
= P

(
Xn > a

)
+ P

(
Xn < a

)
= 2P

(
Xn > a

)
,
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sfruttando la riproducibilità e la simmetria della distribuzione normale. Perciò

1

n
logP

(
|Xn| > a

)
=

1

n
log 2P

(
Xn > a

)
=

1

n
logP (Xn > a) +

log 2

n
,

dunque dovremmo sommare ai risultati ottenuti dalla simulazione la costante additiva log 2
n .

Sia E′ = {x : x > a}, per ν = a si ha:

1. ν ∈ ∂E′,

2.
M ′(θ)

M(θ)
=
θ exp( θ

2

2 )

exp( θ
2

2 )
= θ, perciò

M ′(θν)

M(θν)
= ν se e solo se θν = ν,

3. H(ν) = {x : θν(x− ν) ≥ 0} = {x : x− a ≥ 0} ⊇ E′,

perciò ν = a è un punto dominante per E′.
Possiamo cos̀ı applicare il corollario 4.3.1, per il quale si ha che la distribuzione efficiente ha densità

q(x) =
exp(θνx)

M(θν)
p(x)

=
exp (ax)

exp(a
2

2 )
· 1√

2π
exp

(
−x

2

2

)
=

1√
2π

exp

(
− (x− a)2

2

)
,

Segue che le variabili ausiliarie dell’importance sampling sono indipendenti con legge N (a, 1), perciò
la distribuzione efficiente è data da un semplice riscalamento della media. Possiamo a questo punto
anche calcolare lo stimatore dell’importance sampling il quale è dato da

ρ̂(IS)
n =

1

k

k∑
i=1

exp

na2
2

− a

n∑
j=1

Y
(i)
j

 1(a,+∞)

(
(Y (i))n

)
.

Svolgiamo ora le simulazioni numeriche con a = 1/2, come già fatto per lo stimatore Montecarlo.
Grazie al metodo importance sampling, possiamo compiere la simulazione anche per valori molto
più grandi di n, pur mantenendo basso il valore di k. In particolare svolgiamo le simulazioni con
n = 100, 1000, 5000, mantendo k = 103. Otteniamo per i tre valori di n, rispettivamente, i risultati
medi -0,151, -0,129 e -0,126 da cui otteniamo, sommando le rispettive costanti additive, i valori
-0,144, -0,128 e -0,126. Si hanno risultati molto migliori di quelli ottenuti in precedenza, i quali si
avvicinano notevolmente al valore previsto dal Teorema di Cramèr, pari a -0,125.

Riportiamo di seguito i grafici relativi alle simulazioni svolte.
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Figura 4.1: 4 simulazioni tramite importance sampling con n = 100, k = 103 di 1
n logP

(
Xn > 1/2

)
con v.a. normali standard

Figura 4.2: 4 simulazioni tramite importance sampling con n = 1000, k = 103 di 1
n logP

(
Xn > 1/2

)
con v.a. normali standard
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Figura 4.3: 4 simulazioni tramite importance sampling con n = 5000, k = 103 di 1
n logP

(
Xn > 1/2

)
con v.a. normali standard

Distribuzione Uniforme

Anche in questo caso, vogliamo trovare una stima più accurata di P
(
Xn > a

)
, con variabili aleatorie

X1, . . . , Xn ∼ U(0, 1) indipendenti e a ∈ R dato, per la quale abbiamo ricavato attraverso il Teorema
di Cramèr che

lim
n→∞

1

n
logP

(
Xn > a

)
= aθa − log(M(θa))

Dato l’insieme E = {x : x > a}, mostriamo che si ha, rispetto alla distribuzione considerata, il
punto dominante ν = a. Vale infatti che:

1. ν ∈ ∂E,

2. Sia m(θ) =
M ′(θ)

M(θ)
=

eθ

eθ − 1
− 1

θ
, con m(0) = 1/2. Studiando tale funzione si ha che

m : R → (0, 1) è continua e bigettiva, esiste ed è unico perciò θν ∈ R tale che m(θν) = ν.

3. H(ν) = {x : θν(x− ν) ≥ 0} = {x : x− a ≥ 0} ⊃ E.

Anche in questo caso possiamo applicare il corollario 4.3.1, ricavando che la distribuzione efficiente
ha densità

q(x) =
exp(θνx)

M(θν)
p(x)

=
θν exp(θνx)

exp(θν)− 1
1[0,1](x)
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Segue che le variabili aleatorie ausiliare dell’importance sampling sono indipendenti con densità q
e perciò la relativa funzione di ripartizione è data da:

F (y) =
exp(θνy)− 1

exp(θν)− 1
1[0,1](y) + 1(1,∞)(y).

È possibile ricavare un’inversa di tale funzione, dunque possiamo applicare il lemma di inversione
da cui otteniamo che, data U ∼ U(0, 1), la variabile aleatoria

W =
log(U(exp(θν)− 1) + 1)

θν

ha la distribuzione posseduta dalle variabili ausiliarie presenti nello stimatore dell’importance
sampling. In particolare tale stimatore è dato da:

ρ̂n =
1

k

k∑
i=1

(exp(θν)− 1)n

θnν exp(θν
∑n

j=1 Y
(i)
j )

1(a,1]

(
(Y (i))n

)
,

in cui Y (1), . . . , Y (k) sono vettori aleatori indipendenti composti da n variabili aleatorie indipendenti
aventi la distribuzione di W .

Possiamo a questo punto svolgere le simulazioni numeriche. Come nel caso della distribuzione nor-
male, scegliamo il valore a = 3/5, già utilizzato nelle simulazioni svolte con il metodo Montecarlo,
e per il quale sappiamo che θa ≈ 1, 23. Grazie al metodo dell’importance sampling, possiamo com-
piere la simulazione anche per valori molto grandi di n, pur mantenendo basso il valore di k. Come
nell’esempio precedente, svolgiamo le simulazioni con n = 100, 1000, 5000, mantenendo k = 103.
Per i tre valori di n si hanno, rispettivamente, i risultati medi -0,0829, -0,0640 e -0,0614. Anche in
questo caso otteniamo risultati molto più accurati di quelli ottenuti in precedenza, avvicinandosi
molto al valore previsto dal Teorema di Cramèr, ovvero -0,0607.

Riportiamo di seguito i grafici relativi alle simulazioni svolte.
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Figura 4.4: 4 simulazioni tramite importance sampling con n = 100, k = 103 di 1
n logP

(
Xn > 3/5

)
con v.a. uniformi in [0,1]

Figura 4.5: 4 simulazioni tramite importance sampling con n = 1000, k = 103 di 1
n logP

(
Xn > 3/5

)
con v.a. uniformi in [0,1]
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Figura 4.6: 4 simulazioni tramite importance sampling con n = 5000, k = 103 di 1
n logP

(
Xn > 3/5

)
con v.a. uniformi in [0,1]
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Capitolo 5

Grandi deviazioni su distribuzioni
legate alle gaussiane

In questo capitolo vogliamo espandere la nostra trattazione del calcolo della probabilità di eventi
rari e, partendo dagli strumenti definiti nelle sezioni precedenti, riuscire ad analizzare esempi più
complessi, legati a variabili alatorie aventi distribuzione gaussiana, i quali possono risultare utili
nelle applicazioni. Iniziamo introduceno un nuovo metodo di campionamento, il quale risulterà
necessario per le simulazioni numeriche.

5.1 Il metodo Acceptance-Rejection

Come abbiamo mostrato in precedenza, il metodo di inversione, pur avendo i pregi di essere semplice
e veloce da utilizzare, presenta il limite di non poter essere applicato in numerosi casi, ed è dunque
necessario, al fine di poter trattare esempi più complessi, ricorrere a metodi di campionamento più
raffinati. In particolare, analizziamo in questa sezione il metodo Acceptance-Rejection.

Lemma 5.1.1. Data una funzione h : R → [0, 1], la variabile aleatoria X avente densità g e la
variabile aleatoria di legge Bernoulli T , poniamo che X sia accettata se T = 1, scartata se T = 0
e che valga la relazione P (T = 1 |X = x) = h(x). Sia Y una variabile aleatoria accettata, dato
y ∈ R, vale la relazione:

P (Y ≤ y) =

∫ y

−∞ h(x)g(x) dx∫ +∞
−∞ h(x)g(x) dx

.
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Dimostrazione.
Per le definizioni e le ipotesi fatte si ha la seguente relazione:

P (X ≤ y, T = 1) = EX [P (X ≤ y, T = 1 |X)]

=

∫
R
P (X ≤ y, T = 1 |X = x)g(x) dx

=

∫
R
P (X ≤ y |X = x)P (T = 1 |X = x)g(x) dx

=

∫
R
1{x≤y}h(x)g(x) dx

=

∫ y

−∞
h(x)g(x) dx.

Inoltre, ricaviamo pure che:

P (T = 1) = EX [P (T = 1 |X)]

=

∫
R
P (T = 1 |X = x)g(x) dx

=

∫
R
h(x)g(x) dx.

Dunque, data Y variabile aleatoria accettata, otteniamo che:

P (Y ≤ y) = P (X ≤ y |T = 1) =

∫ y

−∞ h(x)g(x) dx∫ +∞
−∞ h(x)g(x) dx

.

Supponiamo di voler generare un campione avente distribuzione individuata da una data densità
di probabilità f . Consideriamo una ulteriore densità g e una costante c ≥ 1 tale che ∀x ∈ R si ha
f(x) ≤ cg(x) e definiamo la funzione h : R → [0, 1] data da

h(x) =
f(x)

cg(x)
.

Consideriamo le variabili aleatorie i.i.d. X1, . . . , Xn distribuite secondo la densità g e le variabili
aleatorie di legge Bernoulli T1, . . . , Tn, per le quali si ha che ∀i ∈ {1, . . . , n} Ti è indipendente da Xj

∀j ̸= i. Supponiamo ∀i ∈ {1, . . . , n} di accettare la variabile aleatoria Xi se Ti = 1 e di rifiutarla
se Ti = 0, e che la legge di Ti sia governata dalla relazione P (Ti = 1 |Xi = x) = h(x). Grazie alle
ipotesi di indipendenza possiamo applicare il lemma 5.1.1 per il quale, ∀i ∈ {1, . . . , n}, ∀y ∈ R,
data Yi variabile aleatoria accettata, vale la relazione:

P (Yi ≤ y) =

∫ y

−∞ h(x)g(x) dx∫ +∞
−∞ h(x)g(x) dx

=

∫ y

−∞
f(x) dx.

Segue che le variabili aleatorie accettate sono distribuite secondo la densità f voluta. Notiamo
inoltre che ∀i ∈ {1, . . . , n} la probabilità di accettare una variabile aleatoria è paria a:

P (Ti = 1) =

∫
R
h(x)g(x) dx =

1

c
.
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Mostriamo adesso concretamente come implementare questo metodo di campionamento. Gene-
riamo le variabili aleatorie i.i.d X1, . . . , Xn distribuite secondo la densità g e le variabili aleatorie
indipendenti U1, . . . , Un uniformi in [0,1], da cui ricaviamo le variabili aleatorie R1, . . . , Rn definite
come Ri = cg(Xi)/f(Xi) ∀i ∈ {1, . . . , n}. Per ogni elemento del campione di partenza {Xi}i=1,...,n,
se si ha UiRi ≤ 1 accettiamo la variabile aleatoria Xi, altrimenti la scartiamo. In particolare, la
probabilità che una qualunque variabile del campione venga accettata è data da

P (UiRi ≤ 1) = P

(
Ui ≤

f(Xi)

cg(Xi)

)
= P (Ui ≤ h(Xi)) = h(Xi),

segue perciò da quanto mostrato in precedenza che le variabili aleatorie accettate sono distribuite
secondo la densità f .

Concludiamo l’esposizione del metodo Acceptance-Rejection con alcune considerazioni finali. In-
nanzi tutto, dobbiamo generare le variabili aleatorie X1, . . . , Xn, perciò è necessario scegliere una
densità g che, oltre a rispettare le proprietà richieste, permetta di generare facilmente variabili
aleatorie con tale distribuzione. Notiamo inoltre che ogni elemento del campione di partenza viene
accettato con probabilità 1/c perciò, se l’insieme di partenza è composto da n variabili aleatorie,
il campione degli elementi accettati sarà composto mediamente da n/c elementi. Dunque, essendo
in molti casi necessario operare con campioni molto vasti, se il valore di c è grande, il campione
di partenza deve essere estremamte grande per garantirci un numero sufficiente di variabili aleato-
rie accettate. Segue quindi che il metodo di campionamento illustrato risulta essere più efficiente
quando il valore di c è piccolo.

5.2 Distribuzione del prodotto di variabili aleatorie Normali

Date X,Y ∼ N (0, 1) variabili aleatorie indipendenti, consiederiamo la variabile aleatoria reale
Z = XY . Vogliamo analizzare tale variabile aleatoria al fine di ricavarne la distribuzione e le
principali proprietà.

Proposizione 5.2.1. Data la variabile aleatoria Z = XY , con X,Y ∼ N (0, 1) indipendenti, la
relativa funzione gneratrice dei momenti MZ(·) è ben definita per θ ∈ (−1, 1) ed è data da:

MZ(θ) =
1√

1− θ2
.
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Dimostrazione.
Sia θ ∈ (−1, 1). Dalla definizione di funzione generatrice dei momenti si ha:

MZ(θ) = E(X,Y )[exp(θXY )]

= EX [EY [exp(θXY )|X]]

= EX [MY (θX)]

=

∫
R
exp

(
θ2x2

2

)
· 1√

2π
exp

(
−x

2

2

)
dx

=
1√

1− θ2

∫
R

√
1− θ2

2π
exp

(
−x

2

2
(1− θ2)

)
dx

=
1√

1− θ2
.

Introduciamo adesso la funzione caratteristica, la quale presenta molte analogie con la funzione
generatrice dei momenti, che ci servirà per ricavare la distribuzione della variabile aleatoria Z.

Definizione 5.2.1. Data uan variabile aleatoria X a valori in R, definiamo la funzione caratteri-
stica di X come la funzione φX : R → C, data da:

φX(t) = E[exp(itX)],

in cui i rappresenta l’unità immaginaria.

Proposizione 5.2.2. Data la variabile aleatoria Z = XY, con X,Y ∼ N (0, 1) indipendenti, la
funzione caratteristica φz(·) relativa alla variabile aleatoria Z è data da:

φZ(t) =
1√

1 + t2
.

Dimostrazione.
Dato t ∈ R, dalla definizione di funzione caratteristica si ha:

φZ(t) = E(X,Y )[exp(itXY )]

= EX [EY [exp(itXY )|X]]

= EX [φY (itX)]

=

∫
exp

(
− t

2x2

2

)
· 1√

2π
exp

(
−x

2

2

)
dx

=
1√

1 + t2

∫ √
1 + t2

2π
exp

(
−x

2

2
(1 + t2)

)
dx

=
1√

1 + t2
.
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Definizione 5.2.2. Definiamo la funzione K0 : R+ → R+, detta funzione di Bessel modificata del
secondo tipo di parametro 0, come:

K0(x) = lim
T→+∞

∫ T

0

cos(tx)√
1 + t2

dt.

Teorema 5.2.1. [Rou14] (Formula di inversione generalizzata)
Data X variabile aleatoria reale con funzione caratteristica φX , nei punti in cui la funzione di
ripartizione F relativa ad X è derivabile si ha:

F ′(x) =
1

2π
lim

T→+∞

∫ T

−T

φX(t)e−itxdt.

Proposizione 5.2.3. Data la variabile aleatoria Z = XY , con X,Y ∼ N (0, 1) indipendenti, essa
è assolutamente continua e ha densità f data ∀x ̸= 0 da:

f(x) =
1

π
K0(|x|),

in cui K0(·) rappresenta la funzione di Bessel modificata del secondo tipo di parametro 0, definita
in precedenza.

Dimostrazione.
Notiamo che P (Z = 0) = P (XY = 0) = P (X = 0) + P (Y = 0)− P (X = Y = 0) = 0, pertanto la
funzione cumulativa di Z, F (·), è continua in 0. Sia x ̸= 0, possiamo applicare il teorema 5.2.1 dal
quale otteniamo che:

F ′(x) =
1

2π
lim

T→+∞

∫ T

−T

φZ(t)e
−itx dt

=
1

2π
lim

T→+∞

∫ T

−T

cos(tx)− i sin(tx)√
1 + t2

dt

=
1

2π
lim

T→+∞

(∫ T

−T

cos(tx)√
1 + t2

dt− i

∫ T

−T

sin(tx)√
1 + t2

dt

)

=
1

π
lim

T→+∞

∫ T

0

cos(tx)√
1 + t2

dt

=
1

π
K0(|x|).

Dunque possiamo definire una densità per la variabile aleatoria Z data ∀x ̸= 0 da f(x) = F ′(x)
e, grazie anche alla continuità di F (·) in 0, si ha che Z è una variabile aleatoria assolutamente
continua.

Osserviamo che il valore di f in 0 è irrilevante, tuttavia, per completezza, poniamo f(0) = 0.
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5.3 Probabilità di eventi rari e simulazioni numeriche per
variabili aleatorie prodotto di gaussiane standard

Supponiamo di voler calcolare una probabilità del tipo P
(
Xn > a

)
, con a > 0 e X1, . . . , Xn variabili

aleatorie i.i.d. aventi la legge di una variabile aleatoria prodotto di due variabili aleatorie normali
standard indipendenti. Mostriamo come procedere per tale problema a livello teorico, trattandolo
in un caso più generale, e poi come simularlo numericamente.
Per quanto visto nella proposizione 5.2.1, sappiamo che la funzione generatrice dei momenti di tale
variabili è data da

M(θ) =
1√

1− θ2
,

definita per θ ∈ (−1, 1). Possiamo perciò calcolare la funzione di valutazione per grandi deviazioni:

I(x) = sup
θ∈(−1,1)

[
θx+

1

2
log
(
1− θ2

)]
.

Osserviamo che è inoltre valida, per x ̸= 0, la relazione:

x =
M ′(θ)

M(θ)
=

θ

1− θ2
⇔ θ =

−1 +
√
1 + 4x2

2x
,

in cui abbiamo considerato soltanto la soluzione con segno positivo in quanto l’altra viola la con-
dizione θ ∈ (−1, 1). Mentre, se x = 0, si ha θ = 0. Dunque, applicando la quarta proprietà della
funzione I(·) enunciata nella sezione 1.1 ricviamo:

I(x) = θxx+
1

2
log
(
1− θ2x

)
,

con θx dato dal valore di θ ricavato nell’equazione precedente. Da tale formula, ricaviamo anche la
continuità della funzione I(·). Notiamo che θ−x = −θx, da cui segue che la funzione di valutazione
per grandi deviazioni è pari. Inoltre, per la prima e la seconda proprietà di tale funzione enunciate
nel lemma 2.1.3 essa è convessa ed ha minimo in x = E[X1] = 0.

Consideriamo un insieme E tale che
◦
E ̸= ∅,

◦
E = E. Dalle proprietà della funzione I(·) mostrate in

precedenza si ha che I(E) = infx∈E I(x) = I(inf{|x| : x ∈ E}). Segue che, dato un tale inseime E,
posto x = inf{|y| : y ∈ E}, possiamo applicare il Teorema di Cramèr dal quale otteniamo che:

lim
n→∞

1

n
logP

(
Xn ∈ E

)
= θxx+

1

2
log
(
1− θ2x

)
.

Verifichiamo adesso sperimentalmente, tramite un esempio, tale risultato, mostrando cos̀ı anche
come svolgere simulazioni in situazioni simili. Consideriamo, per un certo valore a > 0, l’insieme
E = {x : x > a} il quale ammette come punto dominante ν = a. Infatti si ha:

1. ν ∈ ∂E,

2. per quanto mostrato in precedenza,
M ′(θν)

M(θν)
= ν se e solo se θν = −1+

√
1+4ν2

2ν ,

3. H(ν) = {x : θν(x− ν) ≥ 0} = {x : x− ν ≥ 0} ⊇ E.
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Pertanto possiamo applicare il corollario 4.3.1, ricavando che nella distribuzione efficiente per lo
stimatore importance sampling le variabili ausiliarie Y1, . . . , Yn sono indipendenti con densità:

f(x) =
exp(θνx)

M(θν)
p(x)

=
1

π

√
1− θ2ν exp(θνx)K0(|x|).

Grazie a quanto mostrato, otteniamo anche la formula per il rispettivo stimatore iimportance
samnpling:

ρ̂(IS)
n =

k∑
i=1

1

(1− θν)n/2 exp
(
θν
∑n

j=1 Y
(i)
j

)1(a,+∞)

(
(Y (i))n

)
.

Notiamo tuttavia che la densità delle variabili aleatorie ausiliarie non ammette una funzione di ripar-
tizione esplicita, quindi per generare tali variabili aleatorie ricorriamo al metodo di campionamento
acceptance-rejection. Consideriamo la densità di probabilità

g(y) =


1

6
√

|y|
se 0 < |y| < 1

1
6y2 se |y| ≥ 1

0 se y = 0

Tale distribuzione ha come funzione cumulativa la funzione G(·) data da

G(y) =


− 1

6y se y ≤ −1
1
6 + 1

3 (1−
√
−y) se − 1 < y < 0

1
2 +

√
y

3 se 0 ≤ y < 1

1− 1
6y se y > 1

la quale è invertibile esplicitamente, con inversa G−1(·) data da

G−1(u) =


− 1

6u se 0 < u ≤ 1/6

−9
(
1
2 − u

)2
se 1/6 < u ≤ 1/2

9
(
u− 1

2

)2
se 1/2 < u ≤ 5/6

1
6(1−u) se 5/6 < u < 1

Risulra perciò semplice generare le variabili aleatorie X1, . . . , Xn, aventi la distribuzione individuata
dalla densità g, attraverso il metodo di inversione.

Al fine di poter applicare il metodo acceptance-rejection, mostriamo adesso che la densità g è
dominante rispetto alla f , ovvero che ∀ν > 0 esiste cν ≥ 1 tale che f(x) ≤ cνg(x) ∀x ∈ R. La
densità g è pari, mentre si ha, in quanto ν > 0 e di conseguenza θν > 0, che ∀y > 0, f(y) > f(−y),
ed inoltre risulta f(0) = g(0) = 0, dunque è sufficiente controllare tale proprietà nei reali positivi.
Prima di procedere, enunciamo due risultati necessari per calcolare un valore ammissibile per cν .
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Lemma 5.3.1. [YC17] Data la funzione K0(·) definita in precedenza, ∀x ∈ (0, 1] vale la seguente
relazione:

K0(x) ≤
√

π

2x
.

Lemma 5.3.2. [YC17] Data la funxione K0(·) definita in precedenza, ∀x, y tali che 0 < x < y vale
la seguente relazione:

K0(x)

K0(y)
≥ ey−x.

Possiamo adesso cercare la costante cν richiesta. Per x ∈ (0, 1], deve valere la relazione:√
1− θ2ν
π

exp(θνx)K0(x) ≤
cν
6
√
x
.

Per x ≤ 1, poichè θν > 0, si ha che exp(θνx) ≤ exp(θν). Possiamo perciò applicare tale considerazio-
ne e il lemma 5.3.1 ottenendo la segunete condizione sufficiente per cν nei valori di x dell’intervallo
considerato:

cν ≥
6eθν

√
1− θ2ν√
2π

.

Consideraimo ora i valori x ∈ (1,+∞), per i quali deve valere la relazione:√
1− θ2ν
π

exp(θνx)K0(x) ≤
cν
6x2

.

Possiamo applicare il lemma 5.3.2 con x = 1 e y > 1 ottenendo che ∀y > 1 si ha:

K0(y) ≤ K0(1) exp(1− y).

Risulta quindi sufficiente avere un cν per cui valga:

cν ≥
6eK0(1)

√
1− θ2ν

π
x2 exp((θν − 1)x).

Studiando la funzione h(x) = x2e(θν−1)x per x ∈ (1,+∞), considerando che θν < 1, ricaviamo che
ha un punto di massimo in x = 2

1−θν
. Dunque una condizione sufficiente per cν in (1,+∞) è:

cν ≥ 24K0(1)

eπ(1− θ2ν)
3
2

.

Come mostrato nella sezione 5.1, il metodo acceptance-rejection risulta più efficace quando il valore
di c è più basso possibile. Dovendo anche avere cν ≥ 1, possiamo dunque scegliere cν come:

cν = max

{
6eθν

√
1− θ2ν√
2π

,
24K0(1)

eπ(1− θ2ν)
3
2

, 1

}
.
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Svolgiamo adesso una simulazione numerica per stimare il valore di P
(
Xn > 1

)
con X1, . . . , Xn

aventi la distribuzione data dal prodotto di due variabili normali standard. Come mostrato in

precedenza, il punto ν = 1 è un punto dominante per l’insieme (1,+∞), e si ha θ1 = −1+
√
5

2 .

Inoltre, ricaviamo che c1 =
6eθ1

√
1−θ2

1

π . Applicando il Teorema di Cramèr otteniamo che:

lim
n→+∞

1

n
logP

(
Xn > 1

)
= I(1) = 0, 3774.

Verifichiamo tale risultato sperimentalmente, svolgendo simulazioni numeriche analoghe a quelle
svolte nei capitoli precedenti, con la differenza che il campione utilizzato viene generato tramite il
metodo acceptance-rejection. In particolare, dati n numero delle variabili considerate e k numero
delle simulazioni svolte, svolgiamo le simulazioni per n = 100, 500, 1000, mantenendo k = 103. Per
i tre valori di n si hanno, rispettivamente, i risultati medi -0,4112, -0,3857 e -0,3838. Otteniamo
risultati piuttosto accurati, i quali si avvicinano notevolmente al valore previsto dal Teorema di
Cramèr, ovvero -0,3774.

Riportiamo di seguito i grafici relativi alle simulazioni svolte.

Figura 5.1: 4 simulazioni tramite importance sampling con n = 100, k = 103 di 1
n logP

(
Xn > 1

)
con v.a. prodotto di variabili normali standard indipendenti.
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Figura 5.2: 4 simulazioni tramite importance sampling con n = 500, k = 103 di 1
n logP

(
Xn > 1

)
con v.a. prodotto di variabili normali standard indipendenti.

Figura 5.3: 4 simulazioni tramite importance sampling con n = 1000, k = 103 di 1
n logP

(
Xn > 1

)
con v.a. prodotto di variabili normali standard indipendenti.
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5.4 Distribuzione e simulazione del prodotto di una variabile
aleaotoria normale con una variabile aleatoria normale
attivata con ReLU

Nelle applicazioni pratiche, in particolare nelle reti neurali, è frequente trovare prodotti di variabili
aleatorie normali indipendenti una delle quali attivata con la funzione ReLU, che definiremo in
seguito. Cerchiamo perciò di espandere la nostra trattazione anche a questo esempio, iniziando a
studiare tale distribuzione.

Definizione 5.4.1. Definiamo la funzione ReLU, o rectified linear unit, come la funzione r : R → R
data da:

r(x) = max{0, x}.

Proposizione 5.4.1. Data la variabile aleatoria W ∼ r(X)Y , con X,Y ∼ N (0, 1) indipendenti e r
la funzione ReLU, la relativa funzione generatrice dei momenti MW (·) è ben definita per θ ∈ (−1, 1)
ed è data da:

MW (θ) =
1

2
+

1

2
√
1− θ2

.

Dimostrazione.
Notiamo, dalla definizione di funzione ReLU, che è possibile riformularla come

r(x) =
x+ |x|

2
.

Sia θ ∈ (−1, 1), dalla definizione di funzione generatrice dei momenti si ha:

MW (θ) = E(X,Y )[exp(θr(X)Y )]

= EY

[
EX

[
exp

(
θY

2
(X + |X|)

)]]
= EY

[∫
R
exp

(
θY (x+ |x|)

2

)
· 1√

2π
exp

(
−x

2

2

)
dx

]
= EY

[∫
R

(
1(−∞,0)(x) + exp (θY x) 1[0,+∞)(x)

)
· 1√

2π
exp

(
−x

2

2

)
dx

]
=

∫
R

(
1

2
+

∫ +∞

0

exp (θxy) · 1√
2π

exp

(
−x

2

2

)
dx

)
· 1√

2π
exp

(
−y

2

2

)
dy

=
1

2
+

∫ +∞

0

(∫
R
exp (θxy) · 1√

2π
exp

(
−y

2

2

)
dy

)
· 1√

2π
exp

(
−x

2

2

)
dx

=
1

2
+

∫ +∞

0

exp

(
θ2x2

2

)
· 1√

2π
exp

(
−x

2

2

)
dx

=
1

2
+

1√
1− θ2

∫ +∞

0

√
1− θ2

2π
exp

(
−x

2

2

(
1− θ2

))
dx

=
1

2
+

1

2
√
1− θ2

.
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D’ora in poi, in questa sezione, indicheremo la funzione generatrice dei momenti con M(·).

Lemma 5.4.1. Siano X,Y variabili aleatorie i.i.d. con distribuzione simmetrica rispetto allo 0 e
tali che P (X = 0) = P (Y = 0) = 0. Allora vale ∀x ∈ R che:

P (XY ≤ x) = P (XY ≤ x |X > 0).

Dimostrazione.
Sia x ∈ R, sfruttando la simmetria delle variabili X,Y , e quindi del loro prodotto, e ponendo anche
X ′ = −X, otteniamo la seguente relazione:

P (XY ≤ x |X > 0) = P (−XY ≤ x |X > 0) = P (X ′Y ≤ x |X ′ < 0).

Per la simmetria della distribuziuone della variabile aleatoria X, X ′ ha la stessa legge si X ed
inoltre, essendo Y indipendente da X, è indipendente anche da X ′. Segue che

P (XY ≤ x |X < 0) = P (X ′Y ≤ x |X ′ < 0) = P (XY ≤ x |X > 0),

perciò dalla definizione di probabilità condizionata si ha:

P (XY ≤ x) = P (XY ≤ x |X > 0)P (X > 0) + P (XY ≤ x |X < 0)P (X < 0)

+ P (XY ≤ x |X = 0)P (X = 0)

=
1

2
P (XY ≤ x |X > 0) +

1

2
P (XY ≤ x |X < 0)

= P (XY ≤ x |X > 0).

Proposizione 5.4.2. Data la variabile aleatoria W ∼ r(X)Y, con X,Y ∼ N (0, 1) indipendenti e
r la funzione ReLU, la relariva funzione di ripartizione FW (·) è data da:

FW (x) =
1

2
1[0,+∞)(x) +

1

2π

∫ x

−∞
K0(|t|) dt.

Dimostrazione.
Le variabili aleatorie X,Y rispettano le ipostesi del lemma 5.4.1 perciò, applicando tale risultato,
dato x ∈ R, si ha che:

P (XY ≤ x |X > 0) = P (XY ≤ x).

Sia x ∈ R. dalla definizione di funzione di ripartizione ricaviamo che:

FW (x) = P (r(X)Y ≤ x)

= P (r(X)Y ≤ x |X ≤ 0)P (X ≤ 0) + P (r(X)Y ≤ x |X > 0)P (X > 0)

=
1

2
P (0 ≤ x |X ≤ 0) +

1

2
P (XY ≤ x |X > 0)

=
1

2
1[0,+∞)(x) +

1

2
P (XY ≤ x)

=
1

2
1[0,+∞)(x) +

1

2π

∫ x

−∞
K0(|t|) dt.
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Analogamente a quanto fatto negli esempi precedenti, cerchiamo di calcolare la probabilità di
eventi rari sotto questa distribuzione, in particolare concentrandoci su una probabilità del tipo
P
(
Xn > a

)
, con X1, . . . , Xn aventi la legge di W e a ∈ R. Iniziamo computando la funzione di

valutazione per grandi deviazioni, la quale è data da:

I(x) = sup
θ∈(−1,1)

[
θx− log

(
1

2
+

1

2
√
1− θ2

)]
.

Consideriamo la funzione m : (−1, 1) → R definita come:

m(θ) =
M ′(θ)

M(θ)
=

θ

(1 +
√
1− θ2)(1− θ2)

.

Studiando tale funzione ricaviamo che essa è biunivoca, perciò, dato x ∈ R, esiste ed è unico
θx ∈ (−1, 1) tale che m(θx) = x. Possiamo dunque riscrivere, applicando la quarta proprietà del
lemma 2.1.3, la funzione di valutazione per grandi deviazioni come:

I(x) = θxx− log

(
1

2
+

1

2
√
1− θ2x

)
.

Poichè θx dipende in maniera continua da x, si ha che la funzione I(·) è continua. Notiamo inoltre
che la funzione m(·) è dispari, perciò ∀x ∈ R si ha θ−x = −θx, da cui segue che la funzione I(·) è
pari. Ricaviamo anche, dalla prima e dalla seconda proprietà di tale funzione enunciate nel lemma
2.1.3, che è convessa e ha minimo in x = E[X1] = 0.

Consideramo un insieme E tale che
◦
E ̸= ∅,

◦
E = E. Dalle proprietà della funzione I(·) mostrate in

precedenza si ha che I(E) = infx∈E I(x) = I(inf{|x| : x ∈ E}). Segue che, dato un tale insieme E,
posto x = inf{|y| : y ∈ E}, possiamo applicare il Teorema di Cramèr dal quale otteniamo che:

lim
n→+∞

1

n
logP

(
Xn ∈ E

)
= θxx− log

(
1

2
+

1

2
√
1− θ2x

)
.

Anche in questo caso verifichiamo sperimentalmente tale risultato tramite un esempio. Consideria-
mo, per un certo valore a > 0, l’insieme E = {x : x > a} il quale ammette come punto dominante
ν = a. Infatti si ha:

1. ν ∈ ∂E,

2. per quanto mostrato in precedenza,
M ′(θν)

M(θν)
= ν se e solo se θν = θa,

3. H(ν) = {x : θν(x− ν) ≥ 0} = {x : x− ν ≥ 0} ⊇ E.

Possiamo a questo punto applicare il corollario 4.3.1, dal quale segue che le variabili ausiliarie
Y1, . . . , Yn sono indipendenti e possiamo calcolarne la distribuzione Q. In particolare, si ha

dQ(x) =
exp(θνx)

M(θν)
dP (x).
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Grazie a tale risultato, conoscendo esplicitamente la distribuzione P , possiamo calcolare la funzione
di ripartizione FY (·) relativa alla distribuzione Q. Applicando la definizione di funzione cumulativa,
otteniamo facilmente che, dato x ∈ R, si ha:

FY (x) =
1

2M(θν)
1[0,+∞)(x) +

1

2πM(θν)

∫ x

−∞
exp(θνt)K0(|t|) dt.

Ciò ci permette anche di trovare lo stimatore dell’importance sampling sampling per questo esempio.

Come mostrato nel corollario 4.3.2, dati i vettori aleatori Y (i) =
(
Y

(i)
1 , . . . , Y

(i)
n

)
, per i = 1, . . . , k,

composti da n variabili aleatorie indipendenti aventi distribuzione Q, esso è dato da:

ρ̂(IS)
n =

1

k

k∑
i=1

 n∏
j=1

dP

dQ

(
Y

(i)
j

) 1(a,+∞)

 1

n

n∑
j=1

Y
(i)
j

 .

In particolare, se x ̸= 0, si ha che la derivata di Radon-Nykodim equivale al rapporto fra le densità,
ovvero si ha:

dP

dQ
(x) =

p(x)

q(x)
=

M(θν)

exp(θνx)
.

Invece, nel caso x = 0 otteniamo:

dP

dQ
(0) =

P (0)

Q(0)
=M(θν).

Dunque possiamo scrivere lo stimatore dell’importance sampling come:

ρ̂n =
1

k

k∑
i=1

M(θν)
n

exp
(
θν
∑n

j=1 Y
(i)
j

)1(a,+∞)

 1

n

n∑
j=1

Y
(i)
j


Grazie alla forma funzione di ripartizione FY (·), inoltre, possiamo ricavare un metodo per generare
concretamente le variabili aleatorie Y1, . . . , Yn.

Lemma 5.4.2. Siano T, V variabili aleatorie indipendenti con T avente la legge delle variabili
dell’importance sampling nel caso del prodotto di gaussiane, V avente legge Bernoulli di parametro
1− 1/2M(θν). Allora la variabile aleatoria Y = TV è distribuita secondo la distribuzione Q.

Dimostrazione.
Sappiamo, per quanto mostrato nella sezione precedente, che la variabile aleatoria T è continua con
densità fT (·), definita ∀x ̸= 0 e data da:

fT (x) =
1

πMZ(θν)
exp(θνx)K0(|x|),

in cuiMZ(·) rappresenta la funzione generatrice dei momenti relativa ad una variabile aleatoria data
dal prodotto di due variabili normali standard indipendenti. Calcoliamo la funzione di ripartizione
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F (·) relativa alla variabile aleatoria Y . Si ha, dato x ∈ R:

F (x) = P (TV ≤ x)

= P (T ≤ x |V = 1)P (V = 1) + P (0 ≤ x |V = 0)P (V = 0)

=

(
1− 1

2M(θν)

)
P (T ≤ x) +

1

2M(θν)
1[0,+∞)(x).

=
MZ(θν)

2M(θν)

∫ x

−∞

1

πMZ(θν)
exp(θνt)K0(|t|) dt+

1

2M(θν)
1[0,+∞)(x)

=
1

2πM(θν)

∫ x

−∞
exp(θνt)K0(|t|) dt+

1

2M(θν)
1[0,+∞)(x).

Grazie al lemma appena dimostrato possiamo generare le variabili aleatorie Y1, . . . , Yn richieste.
Infatti, date le variabili i.i.d Z1, . . . , Zn aventi come legge la distribuzione efficiente dell’importan-
ce sampling nel caso del prodotto di variabili aleatorie normali standard, che sappiamo generare
grazie a quanto mostrato nella precedente sezione, e V1, . . . , Vn aventi legge Bernoulli di parametro
1−1/2M(θν) indipendenti, poste Yi = ZiVi per i = 1, . . . , n, le variabili ottenute sono indipendenti
e con la distribuzione cercata.

Possiamo ora svolgere concretamente delle simulazioni numeriche per verificare i risultati ottenuti.
In particolare, poniamo a = 1, cerchiamo di stimare il valore di P

(
Xn > a

)
, con X1, . . . , Xn aventi

la legge data dal prodotto di due variabili aleatorie normali standard, una delle quali attivata
con la funzione ReLU. Per quanto visto, ν = 1 è un punto dominante, ed è possibile calcolare
numericamente il valore di θν , ottenendo θν ≈ 0, 7442. Applicando il teorema di Cramèr otteniamo

1

n
logP

(
Xn > 1

)
= −I(1) ≈ −0, 5222.

Verifichiamo tale risultato sperimentalmente tramite lo stimatore importance sampling, come già
fatto nelle sezioni precedenti. In particolare, ci è possibile generare le variabili X1, . . . , Xn sfrut-
tando quanto mostrato nel lemma 5.4.2. Dati n numero delle variabili considerate e k numero delle
simulazioni svolte, svolgiamo le simulazioni per n = 100, 500, 1000 mantenendo k = 103. Per i tre
valori di n si hanno, rispettivamente, i risultati medi -0,5638, -0,5320, -0,5272. Otteniamo anche
in questo caso risultati abbastanza accurati, i quali si avvicinano notevolmente al valore calcolato
tramite il Teorema di Cramèr, ovvero -0,5222.

Riportiamo di seguito i grafici relativi alle simulazioni svolte.
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Figura 5.4: 4 simulazioni tramite importance sampling con n = 100, k = 103 di 1
n logP

(
Xn > 1

)
con v.a. prodotto di variabili normali standard, una delle quali attivata tramite la funzionr ReLU.

Figura 5.5: 4 simulazioni tramite importance sampling con n = 500, k = 103 di 1
n logP

(
Xn > 1

)
con v.a. prodotto di variabili normali standard, una delle quali attivata tramite la funzione ReLU.
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Figura 5.6: 4 simulazioni tramite importance sampling con n = 1000, k = 103 di 1
n logP

(
Xn > 1

)
con v.a. proddotto di variabili normali standard, una delle quali attivata tramite la funzione ReLU.

5.5 Reti Neurali Lineari

Sia Z(n) ∈ Rr il vettore rappresentante l’output di una rete neurale con uno strato nascosto
composto da n elementi. Nel caso in cui la rete sia attivata da funzioni lineari, ogni componente
Zl del vettore Z(n) è ricavata da una formula del tipo

Zl =WY x(l),

con x(l) ∈ Rp vettore fissato, mentre W ∈ R1×n e Y ∈ Rn×p sono composte da entrate aleatorie
tutte indipendenti fra loro distribuite secondo una normale standard. Notiamo che le matrici W
e Y sono aleatorie ma la stessa loro realizzazione è presente in ogni componente del vettore Z(n),
perciò la differenza di valore assunto fra le entrate dipende soltanto dalla variabilità dei vettori x(l).

Teorema 5.5.1. Consideriamo un insieme E ⊂ R e definiamo l’insieme Eσ = {x : σx ∈ E}. Con-
sideriamo inoltre le variabili aleatorie Gt, t ∈ {1, . . . , n}, aventi la distribuzione data dal prodotto
di due variabili aleatorie gaussiane indipendenti. Data una entrata Zl(n) del vettore Z(n), posto
σ = ∥x(l)∥2, vale la seguente relazione:

P (Zl(n) ∈ E) = P

(
n∑

t=1

Gt ∈ Eσ

)

Dimostrazione.
Per alleggerire la notazione, indicheremo l’entrata Zl con Z e il corrispettivo vettore con x. Si ha
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la seguente relazione:

WY x =

n∑
i=1

p∑
j=1

WiYij xj =

n∑
i=1

Wi

p∑
j=1

Yij xj .

Grazie alla riproducibilità della distribuzione gaussiana, le variabili aleatorie Ỹi =
1
σ

∑p
j=1 Yij xj , al

variare di i ∈ {1, . . . , n}, con σ = ∥x∥2 =
√∑p

j=1 x
2
j , sono indipendenti con distribuzione normale

con media nulla e varianza 1. Perciò date le variabili aleatorie i.i.d. {Ỹi}i=1,...,n otteniamo che

P (Z ∈ E) = P

 n∑
i=1

Wi

p∑
j=1

Yij xj ∈ E


= P

(
n∑

i=1

σWiỸi ∈ E

)

= P

(
n∑

i=1

WiỸi ∈ Eσ

)

= P

(
n∑

t=1

Gt ∈ Eσ

)
.

Il teorema mostrato risulta molto efficace nel caso vogliamo studiare il comportamento di una sin-
gola entrata del vettore Z(n), tuttavia, esclusi casi in cui i vettori x(l) risultano avere una struttura
particolare, non può essere generalizzato ad un caso multidimensionale.

Come abbiamo visto nella dimostrazione del teorema precedente, ogni entratta Zl(n) del vettore
Z(n), con l = 1, . . . , r, può essere scritta come

Zl(n) =

n∑
i=1

Wi

p∑
j=1

Yij x
(l)
j .

Definiamo i vettori aleatori T (1), . . . , T (n) ∈ Rp, le cui componenti sono date, per l = 1, . . . , r, da

T
(i)
l =Wi

p∑
j=1

Yij x
(l)
j .

Dalle ipotesi fatte sulla distribuzione delle entrate di W e Y segue facilmente che i vettori aleatori
T (1), . . . , T (n) sono indipendenti e identicamente distribuiti. Inoltre si ha che

Z(n) =

n∑
i=1

T (i)

Ci troviamo perciò in una situazione simile a quella affrontata numerose volte in questo testo,
questa volta in presenza della somma di vettori aleatori i.i.d. Possiamo perciò applicare i risultati
del capitolo 2.3 per stimare la probabilità di eventi rari. Per fare ciò, iniziamo con una definizione
preliminare.

52



Definizione 5.5.1. Dati i vettori x(1), . . . , x(r) ∈ Rp, definiamo la matrice R ∈ Rr×r le cui entrate
sono date da Rij = x(i) · x(j).

Lemma 5.5.1. La matrice R appena definita è simmetrica e semidefinita positiva.

Dimostrazione.
La simmetria segue banalmente dalla definizione, in quanto per ogni (i, j) ∈ {1, . . . , r}2 si ha
Rij = x(i) · x(j) = x(j) · x(i) = Rji. Definaimo la matrice X ∈ Rp×r data da

X =
[
x(1) · · ·x(r)

]
Si ha che R = XTX, perciò, dato v ∈ Rr qualunque, otteniamo che

vTR v = vTXTX v = (X v)T (X v) = ∥X v∥22 ≥ 0.

Dunque la matrice R è semidefinita positiva.

Possiamo adesso calcolare la funzione generatrice dei momenti relativa ai vettori aleatori T (1), . . . , T (n).

Proposizione 5.5.1. Dati x(1), . . . , x(r) ∈ Rp vettori fissati, W,Y1, . . . , Yp ∼ N (0, 1) variabili alea-

torie i.i,d, consideriamo il vettore aleatorio T ∈ Rr i cui elementi sono dati da Tl =W
∑p

j=1 Yj x
(l)
j .

La funzione generatrice dei momenti del vettore T valutata nel punto θ = (θ1, . . . , θr) è data da:

MT (θ) =
1√

1− θTR θ
.

Dimostrazione.
Dalla definizione di funzione generatrice dei momenti si ha che

MT (θ) = E
[
exp((θ1, . . . , θr)

T (T1, . . . , Tr))
]

= E

[
exp

(
r∑

l=1

θlTl

)]

= E

exp
 r∑

l=1

θlW

p∑
j=1

Yj x
(l)
j


= E

exp
W p∑

j=1

Yj

r∑
l=1

θlx
(l)
j

 .
Poniamo ora t =

∑r
l=1 θlx

(l) ∈ Rp. Otteniamo cos̀ı:

MT (θ) = E

exp
W p∑

j=1

Yjtj

 .
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Sia σ =
√∑p

j=1 t
2
j . Consideriamo la variabile aleatoria Ỹ definita come Ỹ = 1

σ

∑p
j=1 Yjtj , essa è

distribuita con legge normale standard. Grazie alla proposizione 5.2.1 ricaviamo che

MT (θ) = E
[
exp

(
σWỸ

)]
= (1− σ2)−

1
2

=

1−
p∑

j=1

(
r∑

l=1

θlx
(l)
j

)2
− 1

2

=

1−
p∑

j=1

r∑
l=1

r∑
m=1

θlθmx
(l)
j x

(m)
j

− 1
2

=

1−
r∑

l=1

r∑
m=1

θlθm

p∑
j=1

x
(l)
j x

(m)
j

− 1
2

=

(
1−

r∑
l=1

r∑
m=1

θlθmRlm

)− 1
2

=
1√

1− θTR θ
.

Vediamo adesso come calcolare esplicitamente il valore della funzione di valutazione per grandi
deviazioni I(·) associata alle variabili aleatorie T (1), . . . , T (n). Per fare ciò sfrutteremo il terzo
punto del lemma 2.3.1.

Proposizione 5.5.2. Siano T (1), . . . , T (n) i vettori aleatori definiti in precedenza e I(·) la relativa
funzione di valutazione per grandi deviazioni. Se la matrice R è invertibile, dato a ∈ Rr, a ̸= 0 si
ha che

I(a) = θa · a− logM(θa),

con M(·) funzione generatrice dei momenti associata a T (1) e

θa =
−1 +

√
1 + 4aTR−1a

2aTR−1a
R−1a.

Dimostrazione.
Grazie al terzo punto del lemma 2.3.1 sappiamo valere la relazione

∇M(θa)

M(θa)
= a⇒ I(a) = θa · a− logM(θa).

Per quanto visto nella proposizione 5.5.1, M(θ) = (1− θTR θ)−
1
2 . Dunque si ha che

∇M(θ)

M(θ)
=

1

1− θTR θ
R θ.
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Dobbiamo perciò risolvere l’equazione

R θ = (1− θTR θ) a.

Notiamo che si deve avere R θ ∈ Span{a}, perciò la soluzione deve essere della forma θ = cR−1a,
per una certa costante c ∈ R. Sostituendo otteniamo

ca = R(cR−1a) = (1− (cR−1a)TR (cR−1a))a = (1− c2aTR−1a)a.

Segue che cR−1a è soluzionne se e solo se c risolve l’equazione(
aTR−1a

)
c2 + c− 1 = 0.

Dunque c può essere uno dei valori:

c+ =
−1 +

√
1 + 4aTR−1a

2aTR−1a
, c− =

−1−
√
1 + 4aTR−1a

2aTR−1a
, (5.1)

Entrambi ben definiti in quanto R−1 è definita positiva, che segue dal fatto che R è semidefinita
positiva, mostrato nel lemma 5.5.2, e dall’ipotesi di invertibilità di R.
Per il lemma 5.5.1 si deve anche avere θ ∈ DM = {θ ∈ Rr : θTR θ < 1}. Analizzando il valore
di θTR θ nei casi c = c+ e c = c−, otteniamo che soltanto nel primo la soluzione θ = cR−1a è
accettabile. infatti si ha

θTR θ = (cR−1a)TR (cR−1a)

= c2aTR−1a

= aTR−1a

(
−1±

√
1 + 4aTR−1a

2aTR−1a

)2

=
1 + (1 + 4aTR−1a)∓ 2

√
1 + 4aTR−1a

4aTR−1a

= 1 +
1

2aTR−1a

(
1∓

√
1 + 4aTR−1a

)
,

dunque θTR θ < 1 ⇐⇒ c = c+. Segue perciò la tesi.

Dato un inisieme E ⊂ Rr tale che
◦
E ̸= ∅ e

◦
E = E, definiamo per ogni numero naturale n l’insieme

En = {nx : x ∈ E}. Grazie al Teorema di Cramèr possiamo ora stimare una probabilità del
tipo P (Z(n) ∈ En) = P

(∑n
i=1 T

(i) ∈ En

)
= P

(
1
n

∑n
i=1 T

(i) ∈ E
)
. Supponendo che la matrice R

ottenuta tramite la definizione 5.5.1 sia invertibile, si ha, applicando la proposizione 5.5.2, che

I(E) = inf
a∈E

I(x) = min
a∈E

{θa · a− logM(θa)},

con θa definito come nella proposizione 5.5.2 se a ̸= 0, θa = 0 altrimenti. Possiamo ora applicare il
teorema 2.3.2 grazie al quale otteniamo:

lim
n→+∞

1

n
logP

(
1

n

n∑
i=1

T (i) ∈ E

)
= −min

a∈E
{θa · a− logM(θa)}.

Per n grande perciò si ha la stima P (Z(n) ∈ En) ≈ e−nI(E).
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Non svolgiamo in questo caso le simulazioni numeriche, in quanto risulta molto complesso riuscire a
calcolare la densità dei vettori aleatori T (1), . . . , T (n). Notiamo tuttavia che dato un vettore aleatorio
W ∼ tp(0,Σ, ν), avente perciò la distribuzione di una t-student multivariata p-dimensionale con ν
gradi di libertà e matrice di covarianza Σ, essa ha densità fW (·) data da:

fW (x) =
Γ[(ν + p)/2]

Γ(ν/2)νp/2πp/2|Σ|1/2

[
1 +

1

ν
xTΣ−1x

]−(ν+p)/2

In maniera analoga a quanto fatto per la funzione generatrice dei momenti, ricaviamo che la funzione
caratteristica dei vettorei T (1), . . . , T (n) è data da:

φT (t) =
1√

1 + tTR t
.

Notiamo che, ponendo p = r, ν = 1 − r, Σ = 1
1−rR

−1, le due formule coincidono a meno di una
costante. Tuttavia, si avrebbe ν ≤ 0, mentre la t-student è ben definita per ν > 0. Nonostante ciò, ci
indica una possibile via per poter ricavare la densità dei vettori T (1), . . . , T (n). Infatti, se definissimo
una generalizzazione analitica della distribuzione t-student anche per un numero negativo di gradi
di libertà, la densità dei vettori aleatori considerati, grazie alla formula di inversione, potrebbe
essere facilmente ricavata dalla funzione caratteristica della t-student.
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Capitolo 6

Appendice

6.1 Codeice Matlab

Riportiamo un esenpio dei codici utilizzati nelle varie simulazioni numeriche, i quali risultano essere
molto simili fra loro e concettualmente analoghi. In particolare, mostriamo quello utilizzato nel
caso del prodotto di gaussiane indipendenti, composto dal codice necessario per generare le varia-
bili tramite il metodo acceptance-rejection (Acceptance Rejection.m), e dal codice utilizzato per
il calcolo dello stimatore importance sampling (Gaussian product.m). Nel primo codice riportato
è inoltre presente una chiamata al programma Function g.m, che non riportiamo, il quale genera
variabili aleatorie distribuite secondo la funzione di ripartizione G(·) definita nella sezione 5.3.

1 function Val = Acceptance_Rejection(c,theta ,n)

2

3 k = floor((c+1)*n)+1;

4 X = Function_g(k);

5 U = rand(k,1);

6 Val1 = zeros(k,1);

7

8 f = @(t) (besselk(0,abs(t))*sqrt(1-theta ^2)*exp(theta*t)/pi);

9

10 for i=1:k

11

12 if(abs(X(i)) <1)

13

14 if((c*U(i))/(6* sqrt(abs(X(i)))*f(X(i))) <=1)

15 Val1(i) = X(i);

16 end

17

18 else

19

20 if((c*U(i))/(6*(X(i)^2)*f(X(i))) <=1)

21 Val1(i) = X(i);
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1 function prob = Gaussian_product(a,n,k)

2

3 theta = (-1+sqrt (1+4*a^2))/(2*a);

4 samples = linspace(1,k,k);

5 frequence = zeros(k,1);

6 count = 0;

7 c_value=ones (3,1);

8 c_value (2) = (6* exp(theta)*sqrt(1-theta ^2))/sqrt (2*pi);

9 c_value (3) = 24* besselk (0,1)/(exp (1)*pi*(1- theta ^2) ^(3/2));

10 c = max(c_value);

11

12 for i=1:k

13

14 var = Acceptance_Rejection(c,theta ,n);

15 val = sum(var);

16

17 if(val/n > a)

18

19 count = count + 1/( sqrt(1-theta ^2)*exp(theta*val/n))^n;

20

21 end

22

23 prob = 1/n*log(count/i);

24 frequence(i) = prob;

25

26 end

27

28 plot(samples ,frequence);
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